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Predmluva

Text byl vytvoten jako studijni materidl k pfednaskam Pokrocilych neparametrickych metod
a je uréen predev§im studentim oboru matematické biologie a dalSim zajemctim
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1 Uvod

Nez ptistoupime ke konkrétnim metodam rozhodovacich stromi a lest, podivame se
nejdiive obecnéji na proces vytvareni modelu a vysvétleni zakladnich pojmt tohoto procesu.

1.1 Proces vytvareni modelu

Model popisuje vzajemné vztahy mezi pozorovanymi veli¢inami. Na zacatku je porozuméni
problému a nastoleni otazek, na které hledame odpovéd. Nasleduje vytvofeni planu k jejich
feSeni a jeho realizace ve formé modelu a nakonec je nutna validace modelu neboli ovéteni jeho
spravnosti (obr. 1.1).
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Obr.1.1 Schéma procesu modelovani.

Z metodického hlediska je velmi dulezitou ¢asti modelovani proces uéeni, Ktery zahrnuje
nastaveni jednotlivych parametr v modelu neboli kalibraci. Parametry se nastavuji podle
srovnani vysledku modelu se znamymi hodnotami, coz je oznaCovano jako validace modelu.
Uceni probiha nasledovné: ve chvili, kdy je model vytvofen, zjistime jeho piesnost a obecnou
platnost, nasledné se vratime v procesu o krok zpét a parametry modelu jsou zménény tak, aby se
zlepsil vysledek modelu. Cely cyklus se opakuje, dokud neni nalezen optimalni model. Pokud jiz
model nejsme schopni vice zlepsit, proces uceni kon¢i.

Pti tvorbé modelu se mizeme setkat s dalSimi pojmy, které oznacuji urcity krok v procesu
modelovani, zaméfeni modelu nebo sd€luji néco o jeho vlastnostech [1][2]. Mezi zakladni pojmy
patfi:



e simulace - pouziti modelu na libovolném datovém souboru, i uméle vytvoreném.
Simulace muize slouzit k hlub§imu pochopeni modelovanych procest a zjisténi chovani
modelu pfi limitnim nastaveni jeho parametra.

e Validace - porovnani vysledk modelu s nezavislym datovym souborem (napf. ziskanym
experimentalné na jiné lokalité nebo v jiném roce). Parametry modelu jsou jiz pevné
stanoveny ptredchozi kalibraci. Pro pojem validace se velmi casto pouziva také obecnéjsi
pojem testovani.

e Robustnost - ovéfeni funkénosti modelu pii opakované aplikaci napt. za ruznych
environmentalnich podminek a na rtiznych lokalitach.

e Post audit - srovnani piedpovédi vysledku modelu s experimentalni ¢innosti provadénou
v budoucnosti.

e Analyza citlivosti - zjisténi efektu malych zmén parametr modelu na jeho vysledek.

e Analyza nejistot - stanoveni standardni odchylky predikované proménné (jejiho
praméru) na zaklad¢€ nejistot ve vstupnich parametrech modelu.

e Expertni posouzeni - odborné zhodnoceni, zda model obsahuje v§echny dulezité procesy
a zavislosti, zda jsou spravné matematicky formulovany a zdali model spravné popisuje
modelovany problém.

e Tolerance k Sumu - tolerance k irelevantnim neboli odlehlym pozorovanim.

e Stabilita — model je stabilni, pokud pii malé zméné dat nedojde k rozdilnym vysledkim
modelu.

e Predikce — pfedpovéd novych hodnot pomoci modelu.

Modely nemusi obsahovat viechny kroky, zéaleZi na typu pouZitého modelu, moZnostech
datového souboru a ucelu pouziti. Vzdy by vSak mélo dojit k ovéteni vysledkit modelu.

Obecné pravidlo pti tvorbé modelu je vybrat co nejjednodussi model z hlediska sloZitosti i
pocétu proménnych vstupujicich do modelu (princip parsimonie), ktery vysvétluje co nejvétsi
mnozstvi informace. Vysledek je samoziejmé kompromisem mezi témito dvéma hlavnimi
poZadavky.

1.2 Validace modelu

Validace modelu je jednim z nejdulezitéjsich bodt v procesu modelovani a probiha
S pouzitim riiznych datovych soubord.

Soubor mizeme z pohledu validace rozd¢lit na trénovaci a testovaci. Trénovaci soubor je
pouZit k tvorbé modelu a testovaci soubor pro vybér nejlepsiho modelu a k odhadu jeho obecné
chyby. Testovaci soubor by mél byt nezavisly, ziskany za stejnych podminek (analytickych,
experimentalnich), ale napiiklad na jiném tzemi (nebo jiné skupiné pacientti atd.) nez trénovaci
soubor. Ve skute¢nosti vétSinou nenastava takto idedlni situace a nezavisly testovaci soubor
nemusi byt k dispozici. Pro tyto pfipady se pouZzivaji rizné valida¢ni techniky.

Mame-Ili k dispozici vétsi mnozstvi pozorovani, nejjednodussi cestou je rozdéleni datového
souboru na dva podsoubory. Neexistuje obecné pravidlo, v jakém poméru soubor rozdélit. Casté
rozdéleni je 80% trénovaci a 20% testovaci soubor, nicméné zalezi na velikosti a kvalité
datového souboru, takovéto rozdéleni se nazyva jednoduché rozdéleni (simple spliting). Vétsinou
se v8ak pouzivaji valida¢ni techniky, které odhaduji objektivnost modelu pomoci opakovaného
pouziti pozorovani jako kiizova validace (crossvalidation) nebo bootstrap. S jednotlivymi
valida¢nimi technikami se blize seznamime v kapitolach popisujicich ruzné typy rozhodovacich
strom1 a lest.



Valida¢ni techniky se nejcastéji pouzivaji k méné zkreslenému odhadu celkové chyby
(generalization error) modelu a jako takové by mély byt soucasti v§ech modeld.

Odhady celkové chyby pomoci valida¢nich technik jsou pouzivany:
pro vybér mezi riznymi modely;

k odhadu stability modelu;

k zjisténi obecné platnosti modelu;

K urceni sloZitosti modelu;

K vybéru proménnych do modelu.

1.3 Typy proménnych

Proménné se rozdéluji na kvalitativni, semikvantitativni a kvantitativni. Hlavnim
kritériem je typ vztahu mezi proménnymi. U kvalitativni (nebo také kategorialni) proménné je
mozné pouze urcit, zda jsou dvé hodnoty stejné nebo se lisi; piikladem mohou byt typy pud,
geologické jednotky, vyuZiti krajiny nebo textové proménné. DalSim typem je semikvantitativni
(ordinélni) proménna, u které mizeme urcit i pofadi hodnot; sem patii abundanéni skore, fad
kontinualni) proménna, se kterou lze provadét prakticky vSechny matematické operace.
Miuizeme je dale rozdélit jest¢ na intervalové a pomérové. Zde se daji zahrnout rtizné miry
(vySka, hmotnost), pocet druhi, nadmotska vyska, koncentrace atd.

Specialnim ptipadem je proménna binarni, se kterou lze pracovat jako s kvantitativni,
semikvantitativni i kvalitativni proménnou. Nejcastéji se pouzivd pro vyjadieni

vyskytu\nevyskytu druhu.

Ze statistického hlediska délime proménné na zavisle proménnou Y a vysvétlujici
proménnou X, nazyvanou rovnéz jako prediktor. Zavisle proménnou se snazime pomoci
modelu vysvétlit na zakladé vysvétlujicich proménnych. Zéavisle proménnou tak mize byt
napiiklad pocet jedinct urcitého druhu a vysvétlujicimi proménnymi podminky prostiedi, na
zaklad¢é kterych se snazime pocetnost odhadnout. Pro hodnoty proménnych Y a X je v textu
pouzivano oznaceni pozorovani.

1.4 Rozdéleni metod

Metody se d¢li podle povahy zkoumaného problému na klasifikaci a regresi. U klasifikace
se snazime Klasifikovat nezndmy objekt do kone¢ného poctu pfedem danych kategorii. Timto
zpusobem lze napf. zjistit, zda je dany druh piitomen ¢i neptitomen na ur€ité lokalité. Pti tvorbé
modelu se vychazi z jiz naméfenych dat. Vyberou se parametry, které jsou nejvyznamnéjsi pro
dané kategorie zavisle proménné a na zakladé téchto poznatkl se vytvoii model, ktery se snazi
popsat dany problém tak, aby byl schopen zafazovat neznamé vzorky.

Druhou skupinou jsou modely, kdy ma zavisle proménna kvantitativni charakter. V téchto
ptipadech se jedna o regresni problém. P#i pouziti parametrickych regresnich metod ziskame
rovnici s odhadnutymi regresnimi koeficienty, kterou lze pouzit pro ptedpovéd hodnot zavisle
proménné.

Klasifika¢ni a regresni techniky se tedy lisi piedevsim v typu zavisle proménné.

e Kiasifika¢ni - modelujeme zavislost kategorialni zavisle proménné na jedné ¢i vice
nezavislych proménnych.



e Regresni - modelujeme zavislost spojité zavisle proménné na jedné &i vice nezavislych
proménnych.

Dalsi skupinou jsou modely, kdy chybi zavisle proménna, a zjistujeme podobnost
neznamého pozorovani s naSimi daty. Zde se Gasto vyuziva piedevS§im metod zalozenych na
vzdalenosti (nebo podobnosti) jednotlivych pozorovani, jako jsou ordinaéni metody a shlukovaci

algoritmy (obr. 1.2).
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Obr. 1.2 Rozdéleni metod podle poctu zévisle proménnych a prediktorit [3].

Obsahem nasledujicich kapitol jsou metody, které jsou podle vyse uvedeného rozdéleni
vicerozmérnymi technikami pro klasifikaci a regresi.



2 Rozhodovaci stromy

Rozhodovaci strom tvoti sada hierarchicky uspotadanych rozhodovacich pravidel.
Ptikladem jednoduchého rozhodovaciho stromu mize byt rozdéleni zivocichti podle rtznych
kritérii (obr. 2.1). Se stromovou strukturou se setkdvame pomérné ¢asto, nebot’ je piehledna a
snadno interpretovatelnd. Mize jit napiiklad o rodokmeny, fylogenetické (evolu¢ni) stromy,
botanické klice nebo zobrazeni adresafii a jejich podslozek v pocitaci. U rozhodovacich stromt
je zfejma analogie S redlnymi stromy v piirod€, proto byla jednoduse pievzata terminologie,
ktera je pro stromy b&Zna a dobfe vystihuje podstatu algoritmu. Podobné jako u realného stromu
tedy hovotime o tom, ze rozhodovaci strom roste, vétvi se nebo jej profezavame.

obratlovec
ANO NE
] Zije ve
teplokrevny skupinéach
ANO NE NE ANO
n Zije ve mdzZe |état
ohroZeny skupinach

NE ANO
NWNO NE ANO
mdzZe létat mé chlupy
ANO; i NE NE i\( ANO

Obr. 2.1 Priklad stromu rozdéleni Zivocichit podle kritérii zadanych v tabulce 2.1.

Tabulka 2.1 Kritéria pro rozdéleni Zivocichii.

teplokrevny mize obratlovec ohrozeny zije ve ma

létat skupinach chlupy

kocka ANO NE ANO NE NE ANO
kachna ANO ANO ANO NE ANO NE
sled NE NE ANO NE ANO NE
lev ANO NE ANO ANO ANO ANO
jesStérka NE NE ANO NE NE NE
velryba ANO NE ANO ANO ANO NE
mravenec NE NE NE NE ANO NE
véela NE ANO NE NE ANO ANO
housenka NE NE NE NE NE ANO

Rozhodovaci strom se sklada z kofene, ktery piedstavuje cely soubor a postupné probiha
vétveni do dalSich vzl — strom roste. Uzly, které se jiz dale nedéli, se oznacuji jako terminalni
uzly nebo také listy. Stromy jsou bindrni nebo nebinarni, podle toho, zda se vétvi na dvé nebo
vice vétvi.



Rozhodovaci stromy muzeme rozdélit podle typu zéavisle proménné na klasifikaéni a
regresni.

M¢jme strom T s uzly t = (ty,...,tn). U klasifikaéniho stromu jsou pozorovani kategorialni
zavisle proménné Y s J kategoriemi zatazeny do nékteré z kategorii ¢ = (cy,..,C;), kde J > 2.
Pokud je zavisle proménna spojita Y = (y1,...,yn), P0ZOrovanim je pfitazena hodnota predikovana
modelem y; a vysledny strom bude regresni. Pozorovani proménné Y jsou rozdélena do uzla
hodnotami vysvétlujicich proménnych (prediktora) X,...,Xm. Pokud jsou prediktory kategorialni,
jako v pripadé stromu na obrazku 2.1, hodnoty y; jsou rozdéleny podle kategorii prediktoru X.
Napftiklad prvni vétveni s prediktorem ,,obratlovec* se dvéma kategoriemi ANO a NE rozdéli
proménnou Y do dvou dcetinych uzla. Prvni uzel pro hodnotu prediktoru ANO obsahuje kachnu,
kocku, velrybu, jestérku a sledé a druhy uzel pro kategorii prediktoru NE obsahuje housenku,
mravence a vcelu.

Rozdéleni je znazornéno graficky pomoci vétvi stromu. Odpovidame tedy na otazku, které
pozorovani y; patii do mnoziny, kde x; € A, pficemZ A je neprazdna vlastni podmnozina mnoziny
vSech hodnot veli¢iny X. V pfipadé spojitého prediktoru rozdélujeme Y pomoci hodnoty a
daného prediktoru X. V tomto piipadé pozorovani y; patfi do prvniho uzlu, pokud je x; > a a do
druhého uzlu pokud je x; < a. Takovym piikladem mize byt urceni pohlavi dospélych kocek
(zavisle proménna) na zakladé jejich hmotnosti (prediktor). Rozdéleni by mohlo dopadnout
nasledovné: pii hmotnosti x > 5 kg by se jednalo o kocoury a x < 5kg o kocky. Samoziejme
Kk pfesnéj$§imu rozdéleni téchto kategorii by bylo potieba vice prediktorti charakterizujicich
jednotliva pohlavi.

K danému vétveni stromu je pouZito vzdy jen jednoho prediktoru. Stejny prediktor vSak
muze byt vyuzit v dal$im vétveni. Kazdé pozorovani y; tak patii pouze do jednoho terminalniho
uzlu a je mu ptifazena kategorie (klasifikaéni strom) nebo priamér hodnot (regresni strom)
zavisle proménné Y tohoto uzlu.

Stromy nekladou naroky na rozloZeni dat, jako napfiklad konstantni rozptyl, normalni
rozlozeni nebo nezavislost prediktort. Parametry algoritmu jsou Casto ureny experimentalné
testovanim rtznych nastaveni jejich hodnot. Tento postup vSak skryva nebezpeci zejména pii
kalibraci modelu, kterd mize byt do jisté miry subjektivni a zavisi na zkuSenosti badatele. Proto
je pfi tvorbé a interpretaci modelu potieba opatrnosti.

Existuje cela fada algoritmii pro vytvafeni stromt. Mezi jeden z nejznaméjsich a
nejpouzivangjsich patii CART, kterému se bude vénovat podkapitola 2.1 a je zakladnim
predstavitelem bindrnich stromti. Na této metod¢ jsou vysvétleny zakladni principy tvorby
stromtl, protoze ostatni binarni stromy lze ziskat modifikaci pravidel stromu CART.

Ttreti kapitola se vé€nuje typim stromd, které se od klasickych bindrnich rozhodovacich
stromi 1i8i. Jde o nebinarni strom typu CHAID pro kategoridlni a ordindlni proménné a stromy
ur¢ené pro regresni problémy PRIM a MARS. Posledni dvé metody se nedaji zobrazit pomoci
grafického znazornéni pravidel. Vysledkem metody PRIM je sada rozhodovacich pravidel bez
stromové struktury, zatimco u metody MARS je vystupem regresni rovnice.

Princip tvorby stromu je vSak pro vSechny algoritmy velmi podobny a liSi se pfedevsim
v nalezeni vhodného prediktoru X pro kazdou hierarchickou uroven stromu a hodnoty prediktoru
a pro rozdéleni proménné Y. Strom na obrdzku 2.1 je tedy piikladem binarniho klasifika¢niho
rozhodovaciho stromu s kategorialni zavisle proménnou Y oznacujici kategorie zivo¢ichi a
kategorialnimi prediktory X; jejich vlastnosti.



2.1 CART (Classification and Regression Trees)

Stromy typu CART jsou vhodné pro kategorialni i regresni Glohy a rostou na zakladé¢
rekurzivniho binarniho déleni [4]. Na zacatku tvorby stromu patii vS§echna pozorovani souboru
do jednoho uzlu neboli kofene (obr. 2.2). Nasledné jsou tato pozorovani rozdélena do dvou
dcefinych uzld, na zakladé hodnoty a prediktoru X, které jsou dale déleny opét binarné na dalsi
uzly.

kofen
XS a,
dcetiny dcetiny
uzel uzel
Xisa, X, < a,
t; dcetiny t, ts
uzel
X;=A,B,C X3=D
t t;

Obr. 2.2 Graficka struktura rozhodovaciho stromu CART. Indexy u
termindlnich uzlit udavaji, v jakém poradi doslo k oddéleni jednotlivych
termindlnich uzli. Prediktory X1, X; a X4 jsou spojité, prediktor X, je
kategorialni s kategoriemi A,B,C,D.

Hodnoty vysvétlujicich proménnych, pouzité pfi vétveni, rozdéluji dany prostor na sadu
pravouhelnikt (obr. 2.3), které se oznacuji také jako regiony R;.

- o)
+ O A
B O A A : o OOOO X2<a10/
: B
1o A An B 2 f
A
AL A A X1<8s \
O A B A
t A A A A A t, ts
1
a'5 Xl

Obr. 2.3 Grafické zndzornéni rozdéleni pozorovani do kategorii A a B zavisle proménné Y s pouZitim dvou
spojitych prediktorii X1, Xs.
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Jak ale najit spravné rozdéleni? V podstaté se snazime o takové rozd€leni zavisle proménné
Y prediktorem X, aby hodnoty proménné Y byly uvnitf uzlu co nejhomogennéjsi a zaroven mezi
uzly co nejrozdilngjsi. Ktery prediktor (a jeho hodnota) ndm zajisti nejlepSi rozdéleni, zjistime
pomoci tzv. kriteriélni statistiky (spliting criterium), ktera ur¢uje homogenitu uzlu.

2.1.1 Kriterialni statistika

Existuje nékolik méfeni kriterialnich statistik, které se navic 1isi podle toho, zda se jedna o
Klasifikaéni nebo regresni strom. V nasledujicim textu se blize seznamime s nejcastéji
pouZivanymi mé&fenimi pro stromy typu CART.

Kriterialni statistika pro regresni stromy

Jak jiz bylo zminéno, Kriteridlni statistika méfi homogenitu v uzlech (node impurity).
Piedpokladejme, Ze mame regresni strom rozdéleny do urcitého poétu terminalnich uzli a
predikovanou hodnotu zavisle spojité proménné Y chceme vyjadrit jako konstantu pro kazdy
dcefiny uzel. PouZijeme-li kritérium, které minimalizuje stfedni kvadratickou chybu, nejlepSim
odhadem této konstanty bude pramér. Snazime se tedy najit takové rozdéleni zavisle proménné
Y, které bude mit nejmensi pramérnou kvadratickou odchylku hodnot y; v potencidlnim uzlu t od
praméru téchto hodnot.

Kritérium minima kvadratické chyby (Least Square Deviation) Q(T):

1
Y :Wz Yi) (2.1)
t

Qt(T):iz(Yi _Yt)z ) (2.2)

t i=1

=

kde N je pocet pozorovani v uzlu t a yig) jsou hodnoty zavisle proménné v uzlu t.
Kriterialni statistika pro klasifika¢ni stromy:
Kriterialni statistika pro klasifika¢ni stromy je zaloZena na poméru Kategorii zavisle proménné

v potencialnich uzlech. Nejpouzivanéjsimi kritérii jsou Gini index (GI), Entropie (H) a
klasifika¢ni chyba (ME).

J J
Gini index: Gl =) p, (1-p,)=1->p2 (2.3)
c=1 c=1
J
Entropie: H ==Y p, log, p, (2.4)
c=1
Klasifika¢ni chyba: ME =1-max{p,} (2.5)

kde pi je podil pozorovani y; s kategorii ¢ vuzlu t z celkového poétu vSech pozorovani Y;
v tomto uzlu neboli pravdépodobnost kategorie ¢ v uzlu t.

Gini index (GI) je nejcastéji pouZivana kriterialni statistika pro klasifika¢ni stromy typu
CART. Hodnota Giny indexu se rovna nule, pokud je v koneéném uzlu pouze jedina kategorie
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proménné Y a dosahuje maxima, pokud je v kone¢ném uzlu v kazdé kategorii proménné Y stejny
pocet pozorovani.

Ve chvili, kdy dojde k rozdéleni uzlu na dva dcefiné uzly, je Gl spoéitan pro kazdy dcefiny
uzel. Celkova hodnota Gini indexu pro dané rozdéleni Gl je rovna vazenému souctu vsech Gl
indext jednotlivych dcetinych uzlt. VaZeni probihd podle velikosti dcetiného uzlu. Gl tedy
jednoduse spocitame jako soucet Gl (i) dcefinych uzll, které jsou vynasobeny piislusnym
podilem pozorovani v daném dcefiném uzlu zcelkového poctu pozorovani V pivodnim
matefském uzlu.

N.

K
GIcelk :ZN_I GI(I), (2.6)
i=1 t

kde K je pocet dcefinych uzlt (v ptipad¢ binarniho stromu se K = 2), N; je poéet pozorovani
v matetském uzlu t a N; jsou pocty v dcefinych uzlech.

Entropie (H) dava velmi podobné vysledky jako Gini index. Dosahuje maxima, pokud jsou
jednotlivé kategorie proménné Y rovnomérné zastoupeny v uzlech a minima pokud pozorovani
v uzlu néleZeji pouze do jediné kategorie. Entropie je spocitana pro kazdy dcetiny uzel. Podobné
jako u Gl mtzeme vyjadfit celkovou entropii Hee pro dané déleni jako vazeny soucet entropii
H(i) v dcetinych uzlech. Entropie je Casto pouzivana v algoritmu C4.5.

N, ., ,.
Hcelk = ZN_IH(I) (27)

Kk
i=1 t

DalSi kritérium, které lze pouZit pro rozdéleni stromu je GAIN (information gain, informa¢ni
zisk) a meii pokles v entropii.

k
GAIN_, =H —{Z%H (i)J (2.8)

1= t

Posledni z vyse uvedenych kriterialnich statistik je klasifika¢ni chyba (ME). ME je podil
chybné klasifikovanych pozorovéani, ¢ili 1 - ME je celkova ptesnost stromu (podil spravné
klasifikovanych pozorovani). Klasifika¢ni chyba je obvykle pouZivana pravé k finalnimu méteni
presnosti klasifika¢niho stromu, proto je logické jeji pouZiti jako kriteridlni statistiky. Na
piikladu si v8ak ukazeme, pro¢ jsou preferovany jiné indexy. Celkova klasifika¢ni chyba pro
dané déleni je opét vazenym souétem ME v dcefinych uzlech.

N.

k
IleceIk = ZN_I ME(I) (2.9)
i=1 t
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Piiklad I: Rozdéleni uzla

M¢éjme dvé kategorie zavisle proménné A a B. Pocet vzorku v uzlu, ktery chceme rozdélit,
je ve skupiné A i B stejny, na = ng = 200. Prozkoumejme nyni pomoci klasifikaénich
Kriterialnich statistik dvé moZna rozd¢leni stromu (obr. 2.4). Které bude vybrano jako vhodné&;jsi?

déleni 1 déleni 2
A 200 A 200
B 200 B 200
T - s o /"’ """"" \\\ //’" ————— N \\\
/S A150 N/ ABO /" A100 Y [ A100
I“\ B 50 /Il \ B 150 /I \ B 200 g /I’ ‘\‘ ~ B 0 L /I
t1 t2 t3 t4

Obr. 2.4 Ukdzka mozného rozdéleni stromu do dvou dcerinych uzli.

Spocitame hodnotu Gl a ME pro kazdy dcefiny uzel (t; - t4) mozného rozdéleni a nasledné
ur¢ime celkové indexy Glee @ MEceik pro ob¢ rozdéleni D1 a D2.

Tabulka 2.2 Ukdzka vypoctu kriteridlnich statistik pro rozdéleni stromu na obrdzku 2.4.

uzel ny, Ng Pa Pg Py Gini = 1- p%, - p% p, *Gini
o . 150 50 3/4 1/4 1/2 1- (3/4)2 — (1/4)2=3/8 1/2 *3/8 0,1875
= t, 50 150 1/4 3/4 12 1- (1/4)> - (3/4)>=3/8 1/2 *3/8 0,1875
celkovy 0,375
t, 100 200 1/3 213 3/4 1- (1/3)2 — (2/3)2= 419 3/4 * 4/9 0,3333
S ty 100 0 1 0 1/4 1-1-0=0 1/4*0 0
celkovy 0,3333
uzel n, ng Pa Ps P; ME = 1- max(p,, Pg) p. *ME
ty 150 50 3/4 1/4 1/2 1-3/4=1/4 1/2*1/4 0,125
= t, 50 150 1/4 3/4 12 1-3/4=1/4 1/2*1/4 0,125
celkovy 0,25
ty 100 200 13 2/3 3/4 1-2/3=1/3 3/4*1/3 0,25
S ty 100 0 1 0 1/4 1-1=0 1/4*0 0
celkovy 0,25

V tabulce 2.2 jsou vyjadfeny poéty pozorovani jednotlivych kategorii v dcefinych uzlech
(na, ng), nasledné je spocitano zastoupeni kategorie v daném uzlu z celkového pocétu pozorovani
vtomto uzlu neboli jeji pravdépodobnost (pa, Ps). Posledni proménnou, kterou budeme
potiebovat pii vypoctu, je podil pozorovani v dcefiném uzlu z celkového poctu pozorovani
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v matetském uzlu (p;). Hodnota Gini indexu v prvnim déleni je pro oba uzly stejna (Gl =
0,1875). Podobné dopadla i klasifika¢ni chyba (ME = 0,125). Tento vysledek samoziejmé neni
ptekvapenim, vzhledem k rozdé€leni uzlu, jejichz homogenita je stejnd. Pro prvni rozdéleni tak
dostavame celkové hodnoty indexi Gleek = 0,375 a MEcek = 0,25.

Druhé rozdéleni D2 obsahuje zcela homogenni uzel t;, ve kterém je zastoupena pouze jedna
kategorie. Toto rozdé€leni se tedy jevi jako vyhodnéjsi. Celkova hodnota Gini indexu je pro D2
NiZsi (Gleeik = 0,333) nez pro rozdéleni D1 (Gl = 0,375). Podle klasifika¢ni chyby ME jsou
v8ak ob¢ rozdéleni stejné vhodné (MEck = 0,25). Na zakladé¢ hodnot Gl by bylo v nasem
ptikladu vybrano rozdéleni D2.

Divodem, pro¢ ME nedokéazala rozliSit mezi rozdélenimi, je citlivost na zmény
v pravdépodobnostech uzli. Gl a Entropie jsou totiz mnohem vice citlivé na zmény v
pravdépodobnostech kategorii v uzlech nez ME, a proto jsou jako Kkriterialni statistiky vhodng&;jsi.
Na obrdzku 2.5 je zobrazen obecny pribéh jednotlivych indext v zavislosti na pravdépodobnosti
kategorie. Mlizeme si v§imnout, Ze hodnoty ME maji strméjsi pritbéh.

1 - =~

0.9
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~
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4
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~

0.6 ’ \
05 + y
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03F! L
02l Klasifikagni chyba =,

hodnoty kriteridlnich statistik

\
1\
\
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0 01 020304 0506 0708 09 1

zastoupeni kategorie (p,)

Obr. 2.5 Grafické srovnani obecného pribéhu
kriterialnich statistik pro rozdéleni do dvou kategorii A a
B z&visle proménné Y jako funkce podilu prvni kategorie
pa. VSechny kriterialni statistiky dosahuji svého maxima,

pokud je kategorie rovnomerné rozmistéena mezi uzly (pa =
0,5) a minima, pokud je zastoupena pouze jedna kategorie
(pa=1nebopa=0 = psg=1).

Ptifazeni hodnoty termindlnimu uzlu

U klasifika¢niho stromu je kazdému uzlu, véetné kofenového, pfifazena vysledna kategorie
zavisle proménné. Vyslednou kategorii je ta, kterd ma v daném uzlu nejvétsi zastoupeni. Nové
pozorovani je pak klasifikovano podle kategorie uzlu, do kterého je stromem zatazeno. Mize se
stat, ze po rozdéleni do dvou terminalnich uzli bude obéma uzlim piifazena stejnd kategorie,
zejména je-li podil kategorii proménné Y nevyrovnany. Vyhodu tedy mohou mit kategorie, které
jsou u proménné Y vice zastoupeny, nebot’ je vétsi pravdépodobnost, Ze budou mit po rozdéleni
vV uzlu vétsi pocet hodnot nez méné pocetna kategorie. V takovém piipad€ je mozné pouzit
véazeni jednotlivych kategorii.

13



U regresnich stromi je findlnimu uzlu pfifazen primér hodnot zavisle proménné a jejich
variabilita. Z variability si muZeme udélat piedstavu, jak ,pfesna“ je vysledna predikovana
hodnota, jinymi slovy, v jakém intervalu se mize pohybovat. Pii predikci stromem je novému
vzorku pfifazena hodnota priméru uzlu, do kterého je zafazen. Terminalni uzly lze otestovat
parametrickym ¢i neparametrickym testem, zda je mezi nimi skute¢ny rozdil. Testy mé vSak
smysl provadét pouze mezi deefinymi uzly, které vychazeji ze stejného mateiského uzlu. Pokud
dojde k podobnym vyslednym hodnotdm za riznych podminek (v jiném vétveni), neni dtvod
uzly odstrafiovat, nebot’ bychom mohli pfijit o informaci a snizit ptesnost stromu.

Ptifazenim pouhého priméru findlnim uzlim piichazime pii predikci o ptivodni rozsah
hodnot zavisle proménné. Pocéet vyslednych predikovanych hodnot bude totiz roven poctu
termindlnich uzli. Vyslednd nespojita plocha je velkou nevyhodou regresnich stromd.
Nespojitost 1ze odstranit naptiklad proloZzenim dat linearnim regresnim modelem v kaZdém
terminalnim uzlu. Zavisle proménnou pfi regresi jsou hodnoty y; v daném uzlu v zavislosti na
hodnotéch x; prediktoru X, ktery byl pouzit pro rozdéleni do tohoto dcefiného uzlu. Prediktor X
v8ak musi byt spojity. Pro kazdy terminalni uzel tak dostaneme regresni rovnici, pomoci které
Ize predikovat rozsah hodnot v daném uzlu. Tento postup je pomérné ¢asové naro¢ny, terminalni
uzly navic nemuseji obsahovat dostate¢ny pocet vzorkil pro regresi, popifipadé nemusi byt
nalezen 7z4dny vztah a prolozeni nelze uskutecnit. Tuto nevyhodu regresnich stroma vSak fesi
jiné stromove metody, napf. regresni lesy nebo metoda MARS, se kterymi se sezndmime v
dalSich kapitolach. Regresni stromy se proto pouZivaji Castéji jako explanatorni technika pro
vysvétleni vztaht zavisle proménné a prediktoru, neZ pro predikci. DalSi vyznamné pouZiti je pro
nalezeni mezni hodnoty nazyvané diskrimina¢ni hladina (threshold value) pti rozdéleni zavisle
proménné.

Nésledujici ptiklad je ukazkou pouziti klasifikaéniho stromu na realnych méfenich a vénuje
se rozd¢leni atlantickych hurikani.

Piiklad Il: Atlantické hurikany

Atlantické hurikany jsou klasifikovany podle ovlivnéni tropickymi nebo baroklinickymi
jevy na TROP a BARO. Tropicka cyklona prochazi pti vyvoji tfemi stadii: tropicka deprese,
tropickd boure a hurikdn. Soubor obsahuje Sest prediktort, na zakladé kterych se pokusime
Klasifikovat dvé tfidy hurikand. Jedna se o datum, zemépisnou Sitku a délku tropické deprese
(DATEDEPR, LATDEPR, LONDEPR) a datum, zemépisnou $ifku a délku, kdy boute dosahla
statutu hurikanu (DATEHUR, LATHUR, LONHUR). Celkem 209 méfeni je rozdéleno na 109
BARO a 100 TROP hurikant [5]. Ke klasifikaci hurikini BARO a TROP pouzijeme
klasifikacni strom (obr. 2.6).
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objevila ve v3ech urovnich déleni stromu. Nejprve se hurikany rozdéli podle zemépisné Sitky,
kde boufe dosédhla statutu hurikanu LATHURR. Dalsi déleni probiha podle zemépisné Sitky
vzniku tropické deprese LATDEPR. Vsimnéme si, ze uzlim je pfifazena pievladajici kategorie.

Z vysledku klasifika¢niho stromu vyplyva, Ze zaleZi spiSe na misté¢ vzniku hurikanu nez na
dobé¢ jeho vzniku, protoZe datum se ve vétveni nikde neobjevuje. Pokud misto vzniku hurikanu
leZi v zemépisné Sifce mensi (nebo rovno) nez 23,5°s.5., pijde o hurikany TROP. Pokud bouie
doséahla statutu hurik&dnu v zemépisné Sifce vétsi nez 23,5° s.5. bude typ hurikdnu zaviset na
misté¢ vzniku jeho prvniho stadia - tropické deprese. Jestlize tropickd deprese vznikla mezi
17,35-19,85° s.5., je hurikan opét klasifikovan jako TROP, v ostatnich pfipadech pujde o
hurikan BARO. Mizeme také usuzovat, Zze U hurikdnu TROP je méné vyznamné, kde vznikla
tropicka deprese na rozdil od hurikani BARO a bude zaviset predevsim na zemé&pisné $itce, kde
se boute zméni v hurikan.

Ze srovnani histogramti hurikant v riznych mésicich snadno zjistime, Ze hurikdny BARO se
objevuji v delsi sezoné, od kvétna do prosince, zatimco hurikany TROP maji nejcastéjsi vyskyt
od srpna do fijna (obr. 2.7) [5].
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Obr. 2.7 RozlozZeni hurikanit BARO a TROP v obdobi jejich vyskytii a podél zemépisné §irky
vzniku hurikdnii.

Nicmén¢ rozlozeni vyskytu obou typt hurikana se piekryva, a proto nebylo datum vyskytu
pouzito jako pravidlo ve stromech. Naproti tomu vyskyt hurikanti podél zemépisné sitky ukazuje
jasnéjsi rozdil mezi hurikany. Primérna zemépisna Sitka je pro hurikany TROP 18,8°s.5. ve
srovnani s baroklinicky ovlivnénymi boufemi S pramérem 29,1° s.8..

V nasledujicim textu si ukazeme, jak rast stromu probiha.
Algoritmus riastu stromu CART

1. Rozd¢€l soubor na trénovaci a testovaci. Tento pomér se urcuje na zakladé poctu
pozorovani a ucelu studie.

2. Najdi nejlepsi rozdé€leni kazdého z prediktora:

a. Pro spojit¢ proménné - sefad’ hodnoty kazdého prediktoru (spojit¢ého nebo
ordinalniho) od nejmensi po nejvetsi. Projdi vSechny hodnoty prediktoru X a
spocitej kriterialni statistiku vSech moznych rozdéleni proménné Y na dva
potencialni dcefiné uzly. Pokud je délici hodnota a prediktoru X vétsi nebo rovna
hodnoté x;, pozorovani y; nalezi do levého uzlu, jinak do pravého (poptipadé
naopak). Hodnota a, pro kterou je kriterialni statistika minimalni, je vybréna jako
nejlepsi mozné déleni zavisle proménné Y pomoci daného prediktoru. Pro kazdy
prediktor tak ziskdme jednu hodnotu (nejlepsi potencialni rozde€leni) kriteridlni
hodnota a je pouzita k rozdéleni souboru (hodnot y;) do dvou dcetinych uzli.

b. Pro kategorialni prediktor se za ucelem nalezeni nejlepSiho rozdéleni projdou
vSechny mozné kombinace, tvofené jednotlivymi kategoriemi prediktoru a hodnot

v v

Kriterialni statistiky.

3. Rozdél soubor na dva dcetiné uzly t; a t, podle hodnoty prediktoru vybrané v kroku 2.
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4. Opakuj krok 2 a 3, dokud se déleni nezastavi na pfedem definované hodnoté (dokud neni
dosazeno nékterého z pravidel pro zastaveni ristu stromu). Protoze vybirdme vzdy z celé
mnoziny prediktord, miize byt stejny prediktor pouzit ve stromé vicekrat.

5. PouZij testovaci soubor k ovéteni vhodneé velikosti stromu, a pokud je strom ptili§ velky,
profez strom. Vybér optimalniho stromu si ukazeme v nésledujici kapitole.

Pravidla pro zastaveni ristu stromu (stopping rules)

Strom nemize rist donekone¢na. Jeho maximalni velikost je dana velikosti souboru. Jak
bylo uvedeno v proceduie ristu stromu (krok 4), existuji ur¢ita pravidla, kdy se rust stromu
zastavi.

Strom se zastavi sdm v téchto piipadech:
e terminalni uzel obsahuje pouze jedno pozorovani;
e vSechna pozorovani v uzlu maji stejnou hodnotu vSech prediktort;
e vSechna pozorovani v uzlu maji stejnou hodnotu zavisle proménné.

Strom miZeme v ristu omezit nastavenim nékterych parametra a k dalSimu rozdé€leni nedochazi,
pokud je dosazeno zadanych hodnot:
e maximalni pocet vétveni dané¢ho stromu;
e maximalni pocet pozorovani v koncovém uzlu;
e frakce pozorovani v uzlu, ktera jiz nemtze byt odd¢lena;
e velikosti chyby v potencidlnich dcefinych uzlech - naptiklad uzel se nerozdéli, pokud
stiedni kvadraticka chyba (MSE) nebo procento nespravné klasifikovanych vzorki v
disledku rozdé€leni prekro¢i urcitou hranici.

2.1.2 Vybér optimélniho stromu

Uvedli jsme pravidla, pti kterych se rist stromu zastavi. Takovy strom v8ak bude mit velikost
podle nami zvolenych pravidel (nebo pravidel defaultn¢ nastavenych v softwaru), kterd mohou
byt subjektivni. Jak tedy poznat, jestli je na3 strom spravné velikosti? Reseni spodiva v rozdéleni
souboru na trénovaci a testovaci. Na trénovacim souboru se strom uéi a roste. Testovaci soubor
neni pfi tvorbé stromu viibec pouZit a slouzi pouze k jeho otestovani.

Pokud je strom nedouceny (underfitting), je pfili§ jednoduchy a chyba na testovacim i
tréenovaci souboru bude velkd. Naopak pietrénovany (overfitting) strom je zbyte¢né slozity,
trénovaci chyba je vétSinou mala, ale testovaci velka (obr. 2.8). Je tedy tieba najit vhodny
kompromis.
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Obr. 2.8 Rozdil ve velikosti chyby mezi testovacim a trénovacim souborem pri
riizné velikosti stromu, dané poctem termindlnich uzlii. Nejprve byla spocitana
chyba (procento chybné zaklasifikovanych pozorovani) na testovacim a
trénovacim souboru pro strom s 16 termindlnimi uzly. Postupné bylo vzdy zpétné
odstranéno posledni rozdéleni uzli, cimz se sniZil pocet termindlnich uzlii o jedna.
Pro takto zmenseny strom byla opét spocitana chyba pro oba soubory. Takto se
postupné strom zmensoval, az zbyl pouze jeden uzel —koren stromu.

Nasledujici obrazky 2.9 a 2.10 zobrazuji ptipady, kdy dochazi k ptetrénovani stromu.
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Obr. 2.9 Pretrénovdni nastalo kviili odlehlé hodnoté, pro kterou je
vytvoreno dalsi pravidlo a novy terminalni uzel.
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Obr. 2.10 Pretrénovani z ditvodu nedostatecného poctu trénovacich
dat.

Chybéjici body v pravé dolni casti grafu na obrazku 2.10 zpusobuji obtiznou predikci
spravne kategorie v tomto regionu. Rozhodovaci strom predikuje testovaci pozorovani pouzitim
trénovacich pozorovani, ktera jsou irelevantni.

N 24

optimalni tvorbé stromu zahrnout také jeho sloZitost. Plati obecné pravidlo nazyvané jako
Occamova bfitva. Pokud mame dva modely s podobnou chybou, je vhodné&jsi vybrat ten méné
slozity.

2.1.3 Prorezani stromu

Z vyse uvedenych ptikladu je ziejmé, Ze parametrem, ktery uréuje slozitost stromu, je jeho
velikost. Piilis velky strom ztraci svou obecnou platnost. Na druhou stranu piili§ maly strom
nemusi postihnout veSkerou informaci v datech. Bude tedy nutné najit optimalni velikost stromu.
Preferovany pfistup je nechat narist velky strom, jako pravidlo se v tomto ptipadé pouziva pocet
pozorovani v uzlu (napi. n < 5) a nasledns se strom proreze.’ K uréeni optimalni velikosti stromu
|ze pouZit kritérium sloZitosti stromu (cost-complexity criterium)?.

Mg¢jme strom Ty. Profezanim urcitého poc¢tu koncovych uzli dostaneme strom T;.
Kritérium sloZitosti stromu je rovno:

C,(T,)=DT, +a[T,], (2.10)

! U Klasifikaénich stromii se profezavani nazyva prunning, u regresnich shrinking, v &eitiné nazyvame vie
obecnym pojmem profezavani.

2 Jedna se o analogii s parametrickymi regresnimi technikami, kdy na zikladé AIC a BIC vybirame
nejvhodnéjsi submodel.
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kde |T4| je pocet terminalnich uzli stromu a DT; je chyba stromu Ti. Parametr o > 0 vyjadiuje
kompromis mezi velikosti stromu a jeho piesnosti. Pro kazdé o hleddme takovy strom T, < T,

M7 v

ktery minimalizuje C,(T). K uréeni odhadu o se pouZiva kiizova validace (krosvalidace).
K¥izova validace

K#izova validace (crossvalidation) patii mezi valida¢ni techniky. Pozorovani jsou rozdélena
do k nezavislych podsouborti. Jeden podsoubor se vzdy pouzije pro testovani (pozorovani nejsou
pouZita pii tvorbé modelu) vSech ostatnich k-1 skupin pro tvorbu modelu. Celkem je tedy
vytvotreno k modela otestovanych na k testovacich souborech (obr. 2.11). Z vysledku testovacich
soubort mtizeme urcit stabilitu metody (spocitat napt. primér a smérodatnou odchylku piesnosti
na testovacim souboru) a jeji predik¢éni schopnost. Stromy jsou totiz obecné velmi nestabilni
metody, protoZe i mald zména v datech muze zpusobit zmény v rozhodovacich pravidlech a
muzeme ziskat odlisny strom s jinou ptesnosti. Jak velkd je tato variabilita, zjistime z rozsahu
hodnot pfesnosti stromu pro jednotlivé testovaci soubory.

Vyhoda ktizové validace spociva v pouZiti nezavislého datového souboru pro testovani
(kazdé pozorovani je pro testovani pouzito prave jedenkrat).

k=1 k=2 k=3 ... ... ... ... ... ... k=10

Trénovaci soubor '

' & »
L ' g »
] ] ] ]
1 1 1 1
] ] ] ]
& »
P < »
] ] ] ]
1 1 1 1

[ ]

[ ]

[ ]

& [ :
hal »

I I
1 1

Obr. 2.11 Princip rozdéleni souboru na testovaci a
trénovaci pro k = 10. Tmava policka oznacuji
testovaci soubor.

Pomoci kiizové validace vybereme takové o, aby mél strom co nejvétSi piesnost, ale
zaroven byl rozdil v chybé mezi testovacim a trénovacim souborem co nejmensi (obr. 2.12).
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Obr. 2.12 Hledani optimalniho stromu. SloZitost stromu na ose x je reprezentovdna poctem
termindlnich uzli [6].

2.1.4 Presnost stromu

V predeslé kapitole jsme zjistili, Ze rozdé€leni souboru na trénovaci a testovaci nam miize
pomoci k vybéru optimalniho stromu. Nyni se podivame, jak se piesnost stromu zjist'uje.

Ozna¢me e(t) chybu na trénovacim souboru (re-substitution errors) a e’(t) chybu na
testovacim souboru (generalization errors). Pii pouziti pouze trénovaciho souboru Ize ziskat dva
odhady celkové chyby stromu. Optimisticky odhad, kdy pfedpokladame, ze chyba trénovaciho
souboru se rovna chybé na testovacim souboru e’(t) = e(t) a pesimisticky odhad, kdy je pro
kazdy terminalni uzel e’(t) = (e(t)+0,5). Celkova chyba je tedy:

e’(T)y=e(T)+Nx0,5, (2.9)

kde N je pocet terminalnich uzli.

Mgjme soubor obsahujici 100 méfeni. Pro strom s 20 terminalnimi uzly a 10 chybné zatazenymi
pozorovanimi z trénovaciho souboru je optimisticky odhad chyby = 10/100 = 10% a
pesimisticky odhad chyb = (10 + 20x0,5)/100 = 20%.

Chyba na trénovacim souboru vSak neni dobrym ukazatelem, jak dobie bude strom
klasifikovat/predikovat nova data. Proto se k odhadu celkové (obecné) chyby stromu pouziva
pievazné testovaci soubor.

Urceni presnosti klasifika¢niho stromu

Jednim z velmi oblibenych a nejjednodussich méteni je celkova spravnost OA (overall
accuracy), ktera udava pravdépodobnost, Ze je pozorovani spravné klasifikovano.

OA=-1, (2.11)

kde n, je pocet spravné klasifikovanych pozorovani a n celkovy pocet pozorovani.
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Toto méfeni vSak nezohlediiuje riznou velikost skupin ani rozdilnost oproti ndhodnému
vysledku, a proto muze snadno dojit k nadhodnoceni nebo naopak podhodnoceni kvality modelu.

Mg¢jme ptiklad klasifika¢niho stromu pro zavisle proménnou se dvéma kategoriemi a po¢tem
pozorovani v jednotlivych kategoriich A = 100 a B = 10. Pocet spravné klasifikovanych
pozorovani v jednotlivych kategoriich je nasledujici A=100aB =0.

OA =100/110 = 0,91
Procento spravné klasifikovanych pozorovani by v tomto ptipadé bylo zhruba 91%. Vidime
vSak, Ze takovy strom nam neni Kk uZitku, protoZe nedokazal kategorie odliSit a vSechna

pozorovani v kategorii B klasifikoval jako kategorii A.

Korekci na velikost kategorii 1ze viak provést jednoduchou Upravou:

13N,
OAkateg :_Z : ) (212)

Jen,

kde J je celkovy pocet kategorii, npc je pocet spravné klasifikovanych pozorovani v kategorii ¢ a
Nc je pocet vSech pozorovani v kategorii C.

Pro nas piiklad se pak celkova adjustovana spravnost stromu rovna ;(38 + 1%) =0,5.

Celkova spravnost se pouziva piedevs§im pro srovnani s ostatnimi klasifika¢nimi metodami
nebo pro vybér vhodného stromu, v praxi nas vSak castéji zajima procento spravné
klasifikovanych pozorovani pro kazdou kategorii.

V piikladu Il s atlantickymi hurikany mizeme snadno zjistit (na zakladé poctu pozorovani
jednotlivych kategorii v terminalnich uzlech), Ze hurikdny BARO a TROP jsme schopni
klasifikovat v obou piipadech s vysokou ptesnosti (OAgaro = 97/109 = 0,89 a OArrop = 92/100 =
0,92).

V tomto piipadé by se jednalo o optimisticky odhad chyby e’(t) = 1- OAyen Na trénovacim
souboru. Stejny vypocet bychom vSak mohli provést pro pozorovani z testovaciho souboru a
ziskat objektivnéjsi méteni chyby e’(t) = 1- OAtest.

Urdeni piesnosti regresniho stromu

U regresniho stromu je pfesnost, neboli variabilita vy¢erpana modelem, urovana stejné
jako v linedrni regresi, pomoci koeficientu determinace R?.

Koeficient determinace je obecné definovan jako podil variability zavislé proménné Y,
vysvétlené modelem Kk celkové variabilit¢ proménné Y. V nasem piipadé jde o variabilitu
vysvétlenou stromem, c0Z je jedna minus podil sumy étvercovych odchylek pozorovani y; od
predikované hodnoty y; ku sumé ¢tvercovych odchylek vSech hodnot yi od priméru yv

kotenovém uzlu, ktery obsahuje v§echna pozorovani proménne Y.
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residualni _variabilita

» _ variabilita _vysvetlena_ modelem 1

celkova _variabilita _Y

" celkova_variabilita_Y

(2.13)

kde yi = Vy, je pramér v pfislusnych terminalnich uzlech a odchylka od priméru uzlu t je
spocitana vZdy pro pozorovani y; zafazené do tohoto terminalniho uzlu.

Koeficient determinace nabyva hodnot od 0 do 1. Pii hodnots R* = 1 jsme vysvétlili
veSkerou variabilitu pomoci stromu a predikované hodnoty y; se shoduji s pozorovanymi
hodnotami y;.

Je opét mozné spocitat chybu regresniho stromu pro trénovaci soubor e(t) = 1 - R%en @ testovaci
soubor e’(t) = 1 - R¥es; .

2.1.5 Primarni, zastupné a kompetitivni proménné

Jak jiz bylo uvedeno, stromy jsou velmi nestabilni. Vysledny strom zAvisi na pouZité
kriterialni statistice, krosvalidaci a nastaveni parametri pro zastaveni rdstu stromu. Pro riizné
trénovaci soubory pii krosvalidaci muzeme ziskat odli$né stromy. Krom téchto piipada lze ziskat
strom s jinym vétvenim pouZzitim rtiznych kombinaci prediktord. Pfedstavme si klasickou situaci,
kdy je vybran pro prvni déleni nejvyznamnéjsi prediktor a strom déale pokracuje v rozdélovani na
dal$i uzly. Co kdyby byl v8ak vybran druhy nejlepsi prediktor, ktery by pozorovani v prvnim
vétveni rozdélil docela jinak? Pro nasledné rozdéleni do dalsich uzlii by pak byly pravdépodobné
pouzity jiné prediktory. Tento strom vSak mulze mit stejnou pfesnost jako strom pivodni.
Vybérem vzdy nejlepsiho prediktoru pro rozdéleni daného uzlu tak nemusime ziskat strom
s nejvétsi piesnosti®. Pokud viak chceme zjistit, jestli je na§ strom opravdu nejlepsi, popiipadé
najit strom podobné piesnosti, ktery by byl zhlediska vysvétlovaného problému 1épe
interpretovatelny, mizeme k tomu pouzit zastupné a kompetitivni proménné.

Primarni proménna dosahuje nejlepsiho déleni daného uzlu a je pouZita jako pravidlo ve
strom¢€. Muze se stat, Ze proménna, ktera je téméf stejné vhodna (Kriteridlni statistika ma
podobnou hodnotu) jako vybrand primarni proménna, zistane skryta, i kdyz muze mit vétsi
interpreta¢ni hodnotu. Takovéto proménné se nazyvaji zastupné (surrogates) a kompetitivni
proménné. Zastupné promeénné nesou podobnou informaci jako primarni proménna a vétSinou
jsou s ni korelované. Pro kazdy uzel 1ze zjistit, nakolik rozd€luji pozorovani v dcefinych uzlech
stejné jako primarni proménna. Pfesnost Stromu s pouZitim zastupné proménné mize byt
v nékterych piipadech srovnatelnd jako pti pouziti primarni proménné. Zastupné proménné maji
velky vyznam zejmena pro interpretaci.

Kompetitivni proménna rozdéluje dany uzel odlisné nez primarni (tab. 2.3). Na zakladé
hodnot Kriteridlni statistiky se tak v piipadé absence primarni proménné rozdéli uzel podle
kompetitivni nebo zastupné proménné. Je tedy vybran jiny prediktor s dalSi nejlepSi hodnotou
kriterialni statistiky.

® Nicméng je potfeba zminit, Ze ve vét§ing piipadi tomu tak byva.
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Tabulka 2.3 Urceni primdrni, kompetitivni a zastupné proménné pri rozdéleni pozorovani kategorii
A, B, C do dvou terminalnich uzli.

A =100, B =100, C =100 I

proménna X kategorie uzel 1 uzel 2
A 90 10
primarni B 90 10
C 20 80
A 80 20
zastupna B 85 15
C 25 75
A 80 20
kompetitivni B 20 80
C 10 90

2.1.6 Vyhody a nevyhody rozhodovacich stromi CART

Na zavér shrneme hlavni vyhody a nevyhody rozhodovacich stromu. Velkou vyhodou
stromtl je zejména fakt, Ze nekladou naroky na rozloZeni dat, neni tedy nutné pouZivat
transformace proménnych. Jsou vhodné 1 pro vétsi poCet proménnych a to vSech typt.
Nevyhodou je pak jejich pomérné vysoka nestabilita. Problém nestability lze odstranit napiiklad
pouzitim lesu (kap. 5). Stromy takeé nedokdzou postihnout aditivni vztah prediktort, nebot’ je pro
déleni vzdy pouzit pouze jeden z prediktord. Uginky jednotlivych prediktort tak nelze ,,s¢itat”,
protoze jsou hierarchicky uspotfadany v rtiznych patrech stromu. To je velky rozdil oproti napf.
linearni regresi, kdy ma kazdy prediktor stejnou vahu a jejich piispévky s¢itame. U regresnich
stromi piipomenme jeSté¢ vyslednou nespojitou plochu (vysledkem je primér pro kazdy
terminalni uzel). Pfedchozi dvé omezeni se daji odstranit napf. pouzitim metody MARS (kap.
3.3).

Vyhody

e Snadné grafické zndzornéni v podobé grafu se stromovou strukturou, z ¢ehoz plyne
jednoducha interpretace ziskanych vysledk.

e Neklade z4dné podminky na typ rozdéleni zavisle proménné ani prediktorti.

e Zavisle proménna i prediktory mohou byt vSech typu (kategorialni, ordinalni i Spojité).

e Algoritmus tvorby stromu je odolny vici odlehlym hodnotam, které lze v¢as odhalit pti
ktizové validaci.

e Je mozné pouZit korelované prediktory, protoZze strom roste hierarchicky a pro déleni se
vybira vzdy jen jeden prediktor (mj. ze vSech moznych korelovanych).

e Vysledky presnosti stromu lze snadno porovnat svysledky jinych modeli. R? u
regresniho stromu je srovnatelny s R® u ostatnich regresnich technik a procento spravné
klasifikovanych pozorovani s vystupy jinych klasifikaénich metod.

e Je to velmi rychla metoda pfi klasifikaci novych ptipadu.

e Metoda je vhodna pro klasifikaci i regresi (pro regresi s jistymi omezenimi).
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Nevyhody

Nestabilita - tvar stromu velmi zavisi na datech, mala zména v datech zptisobi zmény v
rozhodovacich pravidlech uvnitt uzli, coz muze vést ke zméné vyslednych
klasifikaci/predikci.

Vzhledem k nestabilit¢ je nutnd opatrnost pfi interpretaci stromu.

M¢reni presnosti stromu je vyrazné zavislé na krosvalidaénim mechanizmu a dalSich
parametrech pii validaci modelu ve fazi u€eni (napft. pravidla pro zastaveni rustu stromu).
Stromy jsou nevhodné pro maly pocet vzorku a velky pocet kategorii zavisle proménné.
Vytvafeni stroml vyzaduje zkuSenosti S nastavenim parametrt v procesu validace, které
je do zna¢né miry subjektivni.
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Ptriklad III: Regresni strom CART
Ukazkovy p¥iklad ke cvi¢eni v programu R.*

V tomto piikladu budeme sledovat zavislost denniho méfeni koncentrace ozénu (ppb) na
rychlosti vétru (mile/h), teploté vzduchu (denni maximum ve stupnich Fahrenheita) a intenzité
slune&niho zafeni (cal/cm?) v New Yorku. Soubor obsahuje celkem 111 méfeni, ktera probshla
od kvétna do zafi v roce 1973 [7][8].

Piizemni 0zén je soucasti tzv. fotochemického smogu, ktery se vyskytuje v mistech
s intenzivni automobilovou dopravou. Jeho puvodcem jsou oxidy dusiku emitované jako soucast
spalin ze spalovacich motord. Pisobenim slunecniho zatfeni se tyto oxidy $tépi a vzniklé radikaly
reaguji s kyslikem za vzniku ozonu. Jeho zvysené koncentrace miizeme tedy ocekavat v letnich
mésicich pfi vyssich teplotach. Urcity nartist koncentraci ozénu lze ale ocekdvat i za slune¢ného
pocasi v chladnéjsich mésicich, pokud jsou zhorSené rozptylové podminky. Podivame se, zdali
jsou tato o¢ekavani ovetitelna pomoci vySe zminénych méteni.

Nacteme knihovnu rpart obsahujici funkce pro stromy typu CART a knihovnu lattice, ve
které se nachazi soubor environmental s méfenim ozonu’:

> library(lattice)
> library(rpart)

Nacteme datovy soubor a zobrazime zdrojovou tabulku (zobrazeno pouze prvnich 10 fadku):

> data(environmental)
> environmental

ozone radiation temperature wind
1 41 190 67 7.4
2 36 118 72 8.0
3 12 149 74 12.6
4 18 313 62 11.5
5 23 299 65 8.6
6 19 99 59 13.8
7 8 19 61 20.1
8 16 256 69 9.7
9 11 290 66 9.2
10 14 274 68 10.9

Abychom ziskali lepSi pohled na data a zjistili rozsahy hodnot parametri, zobrazime
zékladni popisnou statistiku piikazem summary:

> summary(environmental)

ozone radiation temperature wind
Min. - 1.0 Min. - 7.0 Min. :57.00 Min. - 2.300
1st Qu.: 18.0 1st Qu.:113.5 1st Qu.:71.00 1st Qu.: 7.400
Median : 31.0 Median :207.0 Median :79.00 Median : 9.700
Mean 1 42.1 Mean :184.8 Mean t77.79 Mean - 9.939
3rd Qu.: 62.0 3rd Qu.:255.5 3rd Qu.:84.50 3rd Qu.:11.500
Max . :168.0 Max . :334.0 Max . :97.00 Max . :20.700

* Viechny uvedené priklady k procvigeni jsou souéasti nékteré z knihovny programu R, ponechévam je proto
V ptivodnim znéni (napf. s pivodnimi jednotkami). Totéz se tyka i obrazkd, tabulek a grafli, které jsou vysledkem
pouzitych funkei a jsou ponechany tak, jak je zobrazi R. Cilem je, aby mé&l ¢tendf moznost ptimého srovnani
s vysledky vsech pouzitych piikazti.

® Pokud neni knihovna dostupna, je potieba ji nejdiive nainstalovat (viz piiloha).
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Stejnym zpiisobem Ize ziskat vystup pro kazdou proménnou:

> summary(environmental$ozone)

Pfestoze regresni stromy nemaji naroky na rozloZeni dat, podivdme se na rozloZeni
jednotlivych proménnych. Pokud budou hodnoty odlehlé, mize transformace (zejména zavisle
proménné) pomoci k homogennéjSimu rozdéleni stromu. Pokud strom oddéluje vzdy pouze
jeden nebo dva piipady v uzlu a takto postupné ,,osekdva‘ soubor, je transformace na miste.

Rozdélime si pole na ¢tyfi plochy pomoci piikazu par, do kterych se zobrazi histogramy
proménnych. Histogramy vytvofime pomoci funkce hist:

> par(mfrow=c(2,2))
> hist(environmental $promenna)
> hist(environmental $ozone, main = paste("histogram ozén'™), xlab =

"koncentrace 0zonu", ylab = "pocet m&Ffeni", cex.lab=1.2)
histogram oz6n histogram zareni
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Z histogramu nejsou patrna odlehla pozorovani, muzeme tedy o¢ekavat ,,rozumné* rozdéleni
pozorovani do jednotlivych uzli. Tento piiklad by bylo mozné rovnéz tesit (po transformaci
proménnych, zejména ozénu) i Klasickou linearni regresi.

Nyni vytvofime regresni strom, ktery zapiSeme do proménné strom_ozon. Nastavime
parametry funkce rpart, jako je minsplit - minimalni poéet pozorovani, pii kterém jesté dojde
k oddéleni do dalsiho uzlu (pozor na hledani odlehlych hodnot) a minbucket — minimalni pocet
pozorovani v terminalnim uzlu. Pokud jeden z téchto parametrti neni zadany, druhy z nich je
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nastaven: minbucket = minsplit/3; minsplit = 3* minbucket. Dal$im dalezitym parametrem je cp,
ktery uréuje kritérium sloZitosti a parametr xval, coz je pocet podsoubord pouzitych pii
krosvalidaci neboli k. Ostatni parametry se vztahuji k hledani po¢tu kompetitivnich a zastupnych
proménnych pro kazdy uzel: maxcompete a maxsurrogate, defaultné jsou nastaveny na nulu.

Pomoci piikazu plot strom zobrazime. Parametr use.n = T zobrazi pocet pozorovani ve
vyslednych uzlech, cex urcuje velikost znakti a margin je parametr pro zvétseni/zmenseni okraje
grafu:

> strom_ozon<-rpart(ozone~. ,data= environmental ,minsplit=10,minbucket=5,
cp =0.01)
> plot(strom_ozon,margin=0.05) ;text(strom_ozon, cex=1,use.n=T)

Vzhledem k velikosti souboru se 111-ti méfenimi byl minimalni pocet pozorovani pro
rozdéleni do dalSich uzld nastaven na 10, coZz odpovidd cca 10% z celkového souboru.
Minimalni pocet pozorovani v terminalnim uzlu byl nastaven na 5. Tyto hodnoty jsou orientacni,
nebot’ optimalni velikost stromu zjistime az z krosvalidace. Nyni se snazime pouze omezit strom
tak, aby nemél maximalni velikost. Rovnéz parametr slozitosti cp byl ponechan na defaultnim
nastaveni, nebot’ jeho hodnotu bude nutné stanovit pozdé&ji z krosvalidace.

Délka vétvi vysledného stromu ukazuje variabilitu vyCerpanou délenim. V piipadé
regresniho stromu je to residudlni suma ¢&tverct, v piipadé stromu klasifikaéniho suma Gini
indext. Nejveétsi mnozstvi variability vysvétluje teplota.

'Ipemperature< 825

wind>=7.15 wind>=10.6

| <o

48,71 temperature< 88.5

radiation< 79.5 = ‘ iafi .

61 n=7 5454 radiation< :

8343 1024

12 29 temperature< TS n=13 =7 n=7

n=i8 20.97 3456
n=32 n=18

Dé¢lici hodnoty proménnych a piislusné operatory se vztahuji vZdy k levé ¢asti stromu. Je
proto uziteéné zobrazit si strom jesté v textové podobé, kterou obdrzime jednoduSe zadanim jeho
nazvu:
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> strom_ozon
n= 111

node), split, n, deviance, yval
* denotes terminal node

1) root 111 121801.9000 42.09910
2) temperature< 82.5 77 42143.2500 26.77922
4) wind>=7.15 68 10886.7500 22.25000
8) radiation< 79.5 18 777.1111 12.22222 *
9) radiation>=79.5 50 7648.0200 25.86000
18) temperature< 77.5 32  2412.9690 20.96875 *
19) temperature>=77.5 18 3108.4440 34.55556 *
5) wind< 7.15 9 19322.0000 61.00000 *
3) temperature>=82.5 34 20659.5600 76.79412
6) wind>=10.6 7 1183.4290 48.71429 *
7) wind< 10.6 27 12525.8500 84.07407
14) temperature< 88.5 13  7307.2310 74.53846 *
15) temperature>=88.5 14 2938.9290 92.92857
30) radiation< 205 7 413.7143 83.42857 *
31) radiation>=205 7 1261.7140 102.42860 *

Ve vysledcich je nejdiive zobrazena proménna, ktera byla vybrana pro déleni, nasleduje
hodnota rozdéleni, poc¢et pozorovani v uzlu, rozptyl v daném uzlu a jeho hodnota (primérna
koncentrace ozonu). Hvézdi¢ky oznacuji terminalni uzly, jejichz vysledné hodnoty nas zajimaji
nejvice.

Vsechny tii prediktory byly pouZity v nékteré z Urovni stromu. K prvnimu déleni doslo
podle teploty, mezni hodnotou je 82,5°F (ptiblizné 28°C). Dalsi déleni v obou vétvich probéhlo
podle rychlosti vétru. Podivejme se nejdiive na levou vétev, ktera obsahuje celkové nizsi
koncentrace ozonu (az na uzel 5 s koncentraci 61 ppb). Mizeme tedy obecné fici, Ze pii nizsich
teplotach je nizSi koncentrace ozonu. NejnizSi koncentrace nastava pii nizké teploté, vySSi
rychlosti vétru (wind >= 7,15 mile/h) a malé intenzité slune¢niho zéafeni (< 79,5 cal/cm?). Pokud
je vSak pfi nizké teploté zaroven velmi nizka rychlost vétru (hodnota 7,15 mile/h odpovida
zhruba 25% kvantilu- viz vystup ze summary), mohou pramérné koncentrace ozénu dosahnout
61 ppb. Podivdme-li se nyni na pravou vétev, k nejvyssim koncentracim dochéazi podle
ocekavani pii vysokeé teplote. Lepsi situace nastava jen v ptipad¢, pokud je vyssi rychlost vétru.
OvSem i vtomto piipadé ma koncentrace dvojnasobné hodnoty nez pii nizkych teplotach.
Vysledky tedy potvrzuji nase ofekavani. K nejvyssi urovni fotochemického smogu dochazi ve
méstech s velkou dopravou, zejména v letnich mésicich pii vysokych teplotach a na konci jara a
zacatkem podzimu pii Spatnych rozptylovych podminkach. Jelikoz jsou k dispozici pouze méfeni
od kvétna do zafi, nemizeme nase vysledky porovnat se situaci v zimnich mésicich.

Vsimnéme si, ze v pripad¢ pouziti stromu pro predikci koncentrace ozéonu by bylo nové
pozorovani zafazeno pravidly do nékterého zterminalnich uzll, tomuto pozorovani by byla
ptifazena jako vysledna hodnota primérna koncentrace v uzlu. V piipadé naseho stromu mohou
predikované koncentrace nabyvat pouze osmi hodnot.

Vysledny strom bude potieba validovat, tedy zjistit, zdali m& optimalni velikost. Né&které
terminalni uzly obsahuji pomérné¢ malo pozorovani a muzeme predpokladat, ze strom je
pretrénovany. Otestovani provedeme pomoci krosvalidace.

Krosvalidaci nastavime ve funkci rpart pomoci argumentu xval, ktery uréuje hodnotu k.
Pomoci funkce plotcp zobrazime zavislost velikosti stromu na chybé z krosvalidace. Jde o
zavislost geometrickych primért z intervald hodnot cp na chybé testovacich soubor pii
krzosvalidaci. Hodnota cp odpovida a/T; z rovnice 2.10 a chyba na testovacim souboru je rovna 1-
R test.
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Dale muzeme specifikovat parametr minlin, ktery zobrazi (T) nebo nezobrazi (F)
vodorovnou referencni ¢aru a parametr upper, ktery umoziuje ménit popis horni osy na pocet
uzla (size), pocet déleni (splits) nebo bez popisu (none).

Zvolime k = 5, které zajisti pfiblizn€ 20 pozorovani v souboru pro testovani. Pfi nastaveni
napf. na kK = 10 by pro testovani zbylo pouze 10 pozorovani, coz nemusi dostac¢ovat pro odhad
chyby. Pouzitim riznych hodnot K 1ze testovat, zda rozdilné nastaveni povede k vybéru stromu s
jinou velikosti.

> strom_ozonl<-rpart(ozone~.,data= environmental, minsplit=10,
minbucket=5, cp =0.01, xval=5)
> plotcp(strom_ozonl, minlin=T, cex.axis=1.2, cex=1.5, cex.lab=1.2, upper
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Kiivka zavislosti testovaci chyby na cp postupné klesd a od velikosti stromu 3 (pocet
rozdéleni) se jiz ptili§ neméni. Vodorovna ¢ara je minimdalni krosvalidovand chyba plus 1SE
(standardni chyba odhadu). Doporu¢uje se vybrat strom, jehoz prumérna hodnota cp leZi jako
prvni pod ¢arou. V naSem piipadé 3 nebo 4.

Vysledek krosvalidace zobrazime také v textové podobé pomoci funkce printcp nebo
rsq.rpart. Pouzitim funkce rsg.rpart navic ziskdme dva grafy, prvni zobrazuje hodnoty e(t) pro
trénovaci a testovaci soubor pii rizné velikosti stromu a druhy je totozny s grafem z funkce
plotcp, ovSsem bez referenéni Cary.
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> par(mfrow=c(2,1))
> rsq.rpart(strom_ozonl)

Regression tree:
rpart(formula = ozone ~ ., data = environmental, minsplit = 10,
minbucket = 5, cp = 0.01, xval = 5)

Variables actually used in tree construction:
[1] radiation temperature wind

Root node error: 1218027111 = 1097.3

n= 111
CP nsplit rel error xerror xstd
1 0.484386 0O 1.00000 1.01317 0.17319
0-09798 1 0.51561 0.61642 0.20061
3 0.057062 2 0.41763 0.55338 0.18230
4 0.020210 3 0.36057 0.44914 0.14573
5 0-618716 4 0.34036 0.43946 0.14518
6 0.017460 5 0.32164 0.44693 0.15807
7 0.010373 6 0.30418 0.43550 0.15827
8 0.010000 7 0.29381 0.40001 0.14004
% 8 | — Apparent
= ---- X Relative
m pa—
o <
o _|
Q
o _|

Number of Splits

V textové podobé¢ jsou uvedeny hodnoty parametru sloZitosti (cp) a chyba na trénovacim
souboru e’(t) (rel error). DalSim vystupem je chyba na testovacim souboru e(t) (xerror) a jeji
smérodatna odchylka (xstd). Pozorovani z testovaciho souboru byla pouZita pouze pro validaci.
Soubor byl pii krosvalidaci rozdélen na pét podsouboru (xval = 5), z nichZ jeden byl vZdy pouZit
pro tvorbu stromu (8/10 pozorovéani) a druhy pro jeho otestovani (2/10 pozorovani). Ziskali jsme
tedy pét riznych odhadu e(t), ze kterych byl spocitan pramér a odchylka.

Pro ziskani hodnoty R? musime odegist chybu modelu od chyby nulového modelu, ktery
odpovida pouze jednomu uzlu - kofenu stromu. Ve vypisu jsou to hodnoty u nsplit = 0. Pfi
vybdru 4. stromu je R%en =1-0,36 = 0,64 pro trénovaci soubor a R%e =1-0,45 = 0,55 pro
testovaci soubor. U stromu s optimalni velikosti by se tyto hodnoty nemély p#ilis lisit.

Prvné vytvofeny strom s 8 termindlnimi uzly je pfetrénovany. Pokusime se tedy vytvofit
strom optimalni velikosti. K profezani stromu pouzZijeme funkci prune. Musime nyni
specifikovat hodnotu parametru sloZitosti cp, ktera byla puvodné nastavena na velmi nizkou
hodnotu 0,01. Optimalni hodnotu vybereme z grafu z funkce plotcp nebo z textového vystupu
funkce rsq.rpart. Hodnoty téchto parametrii se trochu lisi, ale vysledny strom bude stejny.
Vybereme hodnotu cp = 0,02, ktera odpovida piiblizné velikosti 4. stromu v grafu zavislosti cp
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na testovaci chybé i v textovém vystupu z rsq.rpart(strom_ozonl). Vysledny strom bude
obsahovat 5 terminalnich uzlu:

> strom_ozon2<-prune(strom_ozonl,cp=0.02)

Nyni zobrazime do jednoho obrazku ptivodni a profezany strom. Parametr uniform=T
zobrazi stromy se stejnou délkou jednotlivych vétvi:

> par(mfrow=c(1,2))

> plot(strom_ozonl, uniform=T,margin=0.1);text(strom_ozonl,
cex=0.64,use.n=T)

> plot(strom_ozon2, uniform=T,margin=0.1);text(strom_ozon2,
cex=0.64,use.n=T)

temperature< 82.5 temperature< 82.5
| |

ind>=7.15 wind>=10.6

Wind>=7.15 ind>=10
radiation< 719.5 temperature
61 48.7
n=9 n=7
radiation< 79.5
61 48.71 84.07
temperature< 77. radiatior n=9 n=7 n=27
12.2 74.5
n=1 n=1
20.934.56 83.43.02.4 12.22 25.86
n=32n=18 n=7 n=7 n=18 n=50

Vysledny profezany strom ponechal nejvyznamnéjsi déleni podle teploty a v obou vétvich
podle rychlosti vétru. V levé vétvi s nizkymi koncentracemi ozonu je také zachovano déleni
podle slune¢niho zafeni, toto déleni by v3ak v ptipadé zvoleni stromu 3 bylo odstranéno. Nyni je
jiz na subjektivnim posouzeni Citatele a jeho znalosti daného problému, zda vybrat detailné;jsi
strom 4, jehoz posledni déleni na zaklad¢ radiace je dobie interpretovatelné, nebo si vybrat
obecn¢jsi strom 3 bez tohoto rozdéleni.

Zadanim ptikazu summary s nazvem vytvoreného stromu ziskame, mimo chyby stromu pro
testovaci a trénovaci soubor, také informaci o kompetitivnich a zastupnych proménnych:
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> summary(strom_ozon2)

Call:
rpart(formula = ozone ~ ., data = environmental, minsplit = 7,
minbucket = 3)
n= 111
CP nsplit rel error xerror xstd
1 0.48438571 0 1.0000000 1.0131734 0.1731877
2 0.14961639 1 0.5156143 0.6164244 0.2006107
3 0.05706215 2 0.3659979 0.4584092 0.1702192
4 0.03400000 3 0.3089358 0.3814985 0.1414337
Node number 1: 111 observations, complexity param=0.4843857

mean=42.0991, MSE=1097.315
left son=2 (77 obs) right son=3 (34 obs)
Primary splits:
temperature < 82.5 to the left, improve=0.4843857, (0O missing)
wind < 6.6 to the right, improve=0.4151041, (O missing)
radiation < 153 to the left, 1improve=0.2165826, (0 missing)
Surrogate splits:
wind < 6.6 to the right, agree=0.784, adj=0.294, (0 split)

Node number 2: 77 observations, complexity param=0.1496164
mean=26.77922, MSE=547.3149
left son=4 (73 obs) right son=5 (4 obs)
Primary splits:
wind < 6.6 to the right, improve=0.4324195, (0 missing)
temperature < 77.5 to the left, 1improve=0.2230477, (0 missing)
radiation < 153 to the left, 1improve=0.1054601, (O missing)

Node number 3: 34 observations, complexity param=0.05706215
mean=76.79412, MSE=607.6341
left son=6 (7 obs) right son=7 (27 obs)
Primary splits:
wind < 10.6 to the right, improve=0.3364195, (0 missing)
temperature < 87.5 to the left, improve=0.2895697, (0 missing)
radiation < 131 to the left, 1improve=0.1747807, (0O missing)
Surrogate splits:
radiation < 93.5 to the left, agree=0.853, adj=0.286, (0 split)

Node number 4: 73 observations
mean=23.17808, MSE=170.2834

Node number 5: 4 observations
mean=92.5, MSE=2872.25

Node number 6: 7 observations
mean=48.71429, MSE=169.0612

Node number 7: 27 observations
mean=84.07407, MSE=463.9204

U vSech proménnych je zobrazena jejich hodnota pro rozdé€leni, ke kterému uzlu nélezi a

prispévek tohoto rozdéleni k vysvétlené variabilité. U terminalnich uzli je uveden pouze prumér,
kvadratickd chyba a pocet pozorovani. V piripadé prvniho uzlu by rozdéleni za absence teploty
probéhlo podle rychlosti vétru na zakladé¢ hodnoty 6,6 (mile/h). Pti odstranéni i proménné
rychlost vétru by se uzel rozdélil podle slune¢niho zafeni. Prispévek slune¢niho zafeni
kK vyCerpané variabilité je vSak podstatné nizsi (parametr improve udava procentualni zménu

Vv souctu ¢tvercovych odchylek yjod pruméru (SSyz) pro dané rozdéleni:
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1-(SSpravy_uzel + SSievy_uzet)/SSmatersiy_uzel). Proménné jsou tedy uvedeny v poradi, v jakém by
byly na zakladé kriteridlni statistiky Qi(T) vybrany pro rozdéleni mateiského uzlu. Vystup
nerozliSuje kompetitivni proménné, ty se vSak daji snadno poznat. Pokud je proménnd zaroven
uvedena u surrogate splits, je zastupnd, jinak kompetitivni. Z vystupu je ziejmé, Ze rychlost
vetru je pro prvni uzel zastupnou proménnou teploty. Parametr agree u zastupné proménné
udava pravdépodobnost, S jakou jsou pozorovani rozdélena stejné, jako U primarni proménné.

V piipad¢ druhého rozdéleni (Node number 2) bychom dalsi proménnou vybirali obtizné,
protoZe ostatni uvedené proménné piispivaji k vysvétlené variabilité minimaln¢ o polovinu méné
nez pivodni proménna. Z&dna z nich také neni zastupnou proménnou. Zajimavy je uzel tii. Jako
dal$i proménna misto rychlosti vétru by byla vybrana teplota, ktera je proménnou kompetitivni.
AZ na dalSim misté je sluneCni zafeni, pifestoze jako zastupna proménna oddé€luje 85.3%
pozorovani stejné jako rychlost vétru. Je to dano malym poctem pozorovani v dcefiném uzlu 6
(pouze 7 pozorovani). Pokud by zastupna proménna oddé€lila napt. 5 pozorovani stejné a zbyla
dvé by zatadila do druhého dcefiného uzlu, mohlo by jit o pozorovani, kterd v tomto dcefiném
uzlu vyznamné zvysi variabilitu hodnot Y a tim snizi piesnost uzlu. Zastupné proménné pro
rozd€leni s malym poétem pozorovani v jednom nebo obou dcefinych uzlech neni proto vhodné
pouZivat pro interpretaci.
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3 DalSi metody zaloZzené na stromech — CHAID, PRIM, MARS

Jak jiz bylo feceno, stromy mohou rist riznymi algoritmy. DalSim oblibenym algoritmem je
algoritmu CART, nebo binarnimu stromu QUEST [11].
V nésledujici kapitole si popiSeme né&které algoritmy, které se od ptavodnich binarnich
strom li§i. Jsou jimi CHAID, PRIM a MARS.

3.1 CHAID (Chi-squared Automatic Interaction Detector)

Strom CHAID [12] je navrZen pro kategorialni proménné. Je Casto vyuZivan v komer¢nich
sférach, predevsim v marketingu. Napiiklad pro optimalni rozmisténi zbozi v obchodech podle
zjisténi, které zbozi zédkaznici nejcastéji nakupuji dohromady nebo pro vybér cilové skupiny
zakaznikl pro rizné produkty. DalSi oblast, kde se CHAID vyuZiva, je hodnoceni prizkumu
vefejného minéni, ma ale pouZiti i v ptirodovédnych oborech.

CHAID je strom nebinarniho typu, uzel tedy mize byt rozdéleny na vétsi pocet deetinych
uzIt nez dva. Interpretace vétsiho poctu uzli je vSak obtizngjsi nez u binarnich stromi. Po
prvnim déleni také nemusi zbyvat dostatek pozorovani na vytvoteni dalsich ,,pater* stromu. Tato
technika je proto vhodnéjsi pro vétsi datové soubory.

Kriterialni statistikou pro vétveni je y* —test, co? vyplyva i z ndzvu metody. y* —test je
pouzit pro zjisténi nezavislosti v kontingen¢ni tabulce, ktera je tvofena kombinaci kategorii
zavisle proménné a prediktoru (tab. 3.1). Jsou-li Y a X nezavislé, ma testova statistika piiblizné
Pearsonovo y* rozdéleni s v = (r-1)(s-1) stupni volnosti, kde r je pocet Fadki a s je pocet sloupcii
v kontingen¢ni tabulce. Nezavislost v kontingen¢ni tabulce znamena, Zze se ob& proménné
navzajem neovliviiuji v hodnotach, které nabyvaji. Hypotéza nezavislosti jevll je zde nulovou
hypotézou Ho. Pearsoniiv ¥ —test je asto oznacovan jako test dobré shody.

Tabulka 3.1 Kontingencni tabulka.

kategorie prediktoru X

] 1 2 e S Celkem

i

z 1 P11 P12 P1s R:

.g 2 P21 P22 P2s R

o

3}

©

v
r prl pr2 prs Rr
Celkem S, S, . S, n

Test dobré shody porovnava ocekavané Cetnosti v kontingenéni tabulce s jejich skuteénymi
cetnostmi.
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Vypodet 7 -testu je nasledujici:

x =ZZ(IO‘_OJ)2 3.1)

Ocekavané &etnosti: 0. =—1 (3.2)

kde i a j je oznaceni fadku (resp. sloupcti) v kontingencni tabulce, pjj je pozorovana frekvence, ojj
oc¢ekavana frekvence, n je celkovy pocet pozorovani, R; je po¢et pozorovani v fadku i, Sj je pocet
pozorovani ve sloupci j.

Vypocet kriterialni statistiky pro CHAID si ukdZeme na nasledujicim piikladu.

Priklad IV

Bylo zkoumano celkem 160 semen dvou druhd ptibuznych rostlin. Semena byla rozttidéna
do nasledujicich kategorii: zIuté/hladké; Zluté/vrascité; zelené/hladké; zelené/vrascité (tab. 3.2).

Tabulka 3.2 Rozdéleni semen dvou pribuznych rostlin podle barvy a tvaru.

Zluté/hladké  zluté/vrascité zelené/hladké zelené/vrascité |Celkovy

soucet

Druhl 10 25 10 15 60

Ocekavany pocet 11,25 20,63 11,25 16,87 60
Druh2 20 30 20 30 100
Ocekavany pocet 18,75 34,37 18,75 28,13 100
Celkovy soucet 30 55 30 45 160

» _(10-1125)" (25-20,63)° (10-1125)° (15-1687)°
11.25 20.63 11.25 16,87

, (20-1875)° (30-3437)° (20-1875)° (30-2813)°
18,75 34,37 18,75 2813

~ 2.26

v=(r-1)(s-1) = 3

Abychom mohli zamitnout hypotézu Hy o nezavislosti proménnych, porovname hodnotu
testové statistiky s kritickou hodnotou (kvantilem) ptislusné hladiny vyznamnosti o = 0,05.

V tabulce pro y* rozdéleni s piislusnymi stupni volnosti nalezneme hodnotu:

2 () _ .2 (3 _
X(-a) Y = X(0,95) =781

Nulovou hypotézu nemtizeme zamitnout. Nelze prokazat, ze barva a tvar semene jsou rozdilné
mezi druhy rostlin.
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Algoritmus ristu stromu CHAID

Algoritmus si pfedvedeme na ilustracnim piikladu. Zajima nas klasifikace potravnich strategii
druht makrozoobentosu podle ruznych kategorii nadmotské vysky. Pro jednoduchost se budeme
zabyvat pouze jednou proménnou.

Pro kazdy prediktor X;:
1. Vytvor kontingenéni tabulku kategorii zavisle proménné a prediktoru (tab. 3.3).

Tabulka 3.3 Kontingencni tabulka kategorii nadmoiské vysky a potravnich strategii druhii.
V burnikach by byly pocty jednotlivych druhi, majici viastnosti obou kategorii.

N - nizinné S - stfedni P - podhorské | H—horské
(< 300 m) (301 — 500 m) (501 — 700 m) (>701 m)
sbéradi
spasaci
filtratori
dravci

2. Nyni mohou nastat tii pfipady:

a. Pokud je pocet kategorii prediktoru > 2, utvoii se dvojice z kategorii prediktoru. Najde
se takovéa dvojice, kterd si je co do hodnot zavisle proménné Y nejvice podobna neboli
dvojice, jejiz # - test ma nejvyssi p hodnotu.

b. Pokud ma prediktor 2 kategorie, algoritmus pokracuje krokem 5.

c. Pokud maé prediktor X pouze jednu kategorii, pak je p hodnota nastavena na 1.

3. Dvojice s nejvyssi p hodnotou, kterd neni statisticky vyznamnéa (nebo jejichZ p hodnota je
vétsi nez o zadana uzivatelem (alpha2) viz ptiklad V), se slou¢i do jedné skupiny (tab.
3.4). U ordinalnich kategorii se spojuji pouze sousedni kategorie, u kategorialnich jsou
dvojice vytvofeny kombinaci vSech kategorii. Prediktor X je dale pouzivan s novymi jiz
slouc¢enymi kategoriemi (tab. 3.5). Pokud je i po slouceni pocet kategorii > 2, algoritmus
se vrati do kroku 2. Pokud ne, algoritmus pokracuje krokem 5.

Tabulka 3.4 Ukézka kroku 2 a 3. Pro kazdou podtabulku je spocitin Pearsoniiv y* -test nezavislosti.
Najdeme nejvétsi p hodnotu testu, pokud neni signifikantni (mensi nez zvolené a), kategorie spojime.
Protoze je nadmorska vyska ordindlni parametr, miizeme sloucit pouze vedlejsi kategorie.

N S S P P H
sbéraci shéraéi sbéraci
spasagéi spasagi spasaéi
filtratofi filtratofi filtratofi
dravci dravci dravci
X° p=001 2% p=005 xn’ p=01
N S P+H
shéraci
spéasaci
filtratoFi
dravci
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4. Sloucené kategorie mohou byt zpétné rozdéleny. Jestlize se nové vytvorené skupiny
kategorii skladaji ze tii nebo vice puvodnich kategorii, najde se nejlepsi binarni rozdéleni
(nebo mensi nez o hodnota zadana uzivatelem (alpha3)), dojde k rozdéleni a algoritmus
se vrati do kroku 2.

Kazda kategorie, kterd ma velmi malo pozorovani (minimum je definovano uZivatelem),
je spojena s nejpodobnéjsi kategorii (opét uréeno na zakladé nejvétsi p hodnoty). Toto
nastaveni je volitelné a byva dostupné jen v nékterych softwarech.

Vyse popsanym postupem jsme ziskali optimalni slouceni pro kazdy prediktor (tab. 3.5).

Tabulka. 3.5 Test sloucenych kategorii. Opét spocitaime Pearsoniiv y2-test nezavislosti pro
kaZdou podtabulku, nyni jiz sloucenych kategorii. Obé p hodnoty byly statisticky vyznamné pro
zvolené a=0,05 a K dalsimu slouceni jiz nedochdzi. PFechdzime rovnou do kroku 6, nebot jsme

ziskali optimalni sloucent prediktoru (krok 4 a 5 neni v nasem prikladu potreba).

N S S P+H
sbéragdi shéraci
spésagdi spésagdi
filtratofi filtratofi
dravci dravci
Y12 p=0,01 X2 p=0,001
N S P+H
sbéradi
spésaci
filtratofi
dravci

6. V poslednim kroku je spo¢itana adjustovana p hodnota #* testu pro sloutené kategorie
kazdého z prediktori pomoci Bonferroniho korekce (viz nize). Vybere se prediktor s
nejmensi adjustovanou p hodnotou (nebo hodnotou, ktera je menSi/rovna hodnoté o
definované uzivatelem (alpha4)). Tento prediktor s optimalné slou¢enymi kategoriemi je
pouZit K rozdé€leni uzlu (obr. 3.1). Pokud vyznamny prediktor nelze nalézt, uzel se jiz
dale ned¢li a je povazovan za terminalni.
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N S P+H

Obr. 3.1 Finalni rozdéleni uzlu. Za
predpokladu, Ze je nadmorska vyska
hodnotou, piivodni uzel obsahujici cely datovy
soubor bude rozdélen na tri dceriné uzly podle
sloucenych kategorii nadmorske vysky.

V algoritmu dochazi k souc¢asnému testovani vice hypotéz, v naSem ptikladu bylo tieba
ucinit celkem Ctyfi testy pro mozné slouceni kategorii. Pfi mnohondsobném testovani vSak
vzrista pravdépodobnost, Ze zamitneme nulovou hypotézu Hy, piestoze plati. Pocet provadénych
testt u metody CHAID roste s poctem kategorii zavisle proménné a prediktord. Pouzitim
Bonferroniho korekce je mozné zmirnit vliv mnohonédsobného testovani a ziskat porovnatelné p
hodnoty pro jednotlivé prediktory s riznym poc¢tem kategorii.

Vyslednd p hodnota pro kontingen¢ni tabulku kategorii zavisle proménné a optimalné
slou¢eného prediktoru je vynasobena B koeficientem, ¢imz ziskame adjustovanou p hodnotu pro
dany prediktor.

Koeficient B je rizny pro ordinalni a kategorialni proménnou, nebot’ u ordinalni proménné
miuze dochazet pouze ke slu¢ovani sousednich kategorii (potfebujeme tedy provést méné testi),

zatimco u kategorialni je testovano slu¢ovani v§ech moznych kombinaci.

Koeficient B pro ordinalni proménnou:

s—1
Bordinal = r—l ! (33)

koeficient B pro kategorialni proménnou:

Bkategorial = iz_r():(_ 1)i I('Er_ _I)Is)| ' (3.4)

kde r je pocet fadku a s je pocet sloupct kontingencni tabulky kategorii zavisle proménné a
optimaln¢ slouc¢eného prediktoru.

Rast stromu se zastavi, pokud je dosazeno nasledujicich pravidel:
e neni mozné nalézt zadné vyznamné rozdéleni.
e V3echna pozorovani zavisle proménné v uzlu maji stejnou hodnotu nebo identickou
hodnotu pro kazdy prediktor.
e Pokud je dosaZeno uZivatelem definovanych nastaveni, kterd se tykaji:
a. parametrt velikosti stromu jako je nastaveni po¢tu terminalnich uzli nebo vétvi;
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b. poctu pozorovani v uzlu, které je mensi nez minimum stanovené uzivatelem nebo
poctu pozorovani, které by po rozdéleni vedlo k dcefinym uzlim s mensim
poctem pozorovani, nez je definovano uzivatelem.

Celkovou spravnost stromu OAyateq urcujeme stejné jako v ptipadé stromu CART. K odhadu
obecné chyby e(t) je mozné opét pouzit k-testovacich soubort z krosvalidace.

Ptiklad V: Strom typu CHAID
Ukazkovy priklad ke cviceni v programu R.

Datovy soubor obsahuje informace o pasaZérech lodi Titanic, ktera se potopila v roce 1912
na cesté ze Southamptonu do New Yorku Ctyfi dny po vypluti, kdyZ narazila do ledovce. Na
palubé bylo pfes 2200 pasazérti a ¢leni posadky a ptezila pouze neceld tfetina cestujicich.
Informace byly shromazdény Britskou obchodni komorou (British Board of Trade) pii Setfeni
potopeni lodi. Celkem 2202 shromazdénych zaznamu se tykaji tfidy, kterou cestovali (prvni,
druhd a treti tfida a ¢lenové posadky), pohlavi, preziti a véku (pouze rozdéleni na dospé€lé a déti)
pasazérl. Je dobfe zndmym faktem, Ze zejména u preziti Zen a déti hrala dilezitou roli tfida,
kterou cestovaly [13].

> library(MASS)
> data(Titanic)
> summary(Titanic)
class age gender survival

Crew :885 Adult 2092 Female: 470 Missing :61490
First Class :325 Children: 109 Male :1731 Survival: 711
Second Class:285

Third Class :706

Knihovna pro vypoéet stromu CHAID nenf ve standardni nabidce instalace R je viak
mozné ji nainstalovat pomoci piikazu’:

> install._packages(''CHAID", repos="http://R-Forge.R-project.org")

Soucasny algoritmus umoziiuje pouziti pouze kategoridlnich a ordinalnich proménnych.
Spojita data musi byt pted pouzitim pievedena na ordinalni.

Skript obsahuje dvé casti. Prvni je pro nastaveni parametrt algoritmu chaid_control. Zde je
uvedeno defaultni nastaveni:

> chaid_control (alpha2
minsplit

= 0.05, alpha3 = -1, alpha4 = 0.05,
= 20, minbucket = 7, minprob = 0.01)

Parametr alpha2 uréuje hladinu vyznamnosti pouzitou pro slucovani kategorii prediktoru
(krok 3), alpha3 — pokud je zadana kladna hodnota < 1 je hladina vyznamnosti pouZita také pro
rozdéleni jiz diive sloucenych kategorii prediktoru (krok 4), jinak je tento krok vypustén
(defaultni nastaveni), alpha4 urcuje hladinu mezni vyznamnosti pro adjustovanou hodnotu
prediktoru (krok 6), minsplit definuje minimalni pocet pozorovani, pfi némz jesté dojde
k dal$imu rozdé€leni uzlu, minbucket je minimalni pocet pozorovani v potencidlnim terminalnim
uzlu a minprob udava minimalni frekvenci pozorovani v terminélnich uzlech.

6V dobg pripravy skript.
" Skript je funkéni pro verzi R-2.14.0 a vy3si.
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> chaid(formula, data, subset, weights, na.action = na.omit,
control = chaid_control())

Funkce chaid spousti vypocet stromu a lze u ni nastavit dalsi parametry tykajici se souboru
jako je: subset pro definovani testovaciho souboru (je-li k dispozici), weights pro nastaveni vah u
jednotlivych pozorovéni, parametr na.action, ktery urcuje, jak bude naloZeno s nevyplnénymi
hodnotami (defaultni nastaveni je odstranéni fadku s prazdnou hodnotou z vypoctu) a control,
ktery definuje parametry algoritmu popsané vyse.

library("'"CHAID™)

set.seed(123)

ctrl <- chaid_control(minsplit = 200, minprob = 0.1, alpha2 = 0.05, alpha3
-1, alpha4 = 0.05)

chaidTitanic <- chaid(survival ~ class+age+gender, data = Titanic, control
ctr)

v Iivyvy

Vysledky v textové podobé zobrazime pomoci funkce print. Hodnota o pro slouceni i
vysledné testovani slou¢enych kategorii byla nastavena na 0,05. S touto hladinou vyznamnosti
byly porovnavany p hodnoty kontingen¢nich tabulek pieziti versus veék, pohlavi a tfida.

> print(chaidTitanic)

Model formula:
survival ~ class + age + gender

Fitted party:

[1] root

[2] gender in Female

| [3] class in Crew, Second Class: Survival (n = 129, err = 12.4%)
| [4] class in First Class: Survival (n = 145, err = 2.8%)

| [5] class in Third Class: Missing (n = 196, err = 45.9%)

[6] gender in Male

| [7] age in Adult

| | [8] class in Crew: Missing (n = 862, err = 22.3%)

| | [9] class in First Class: Missing (n = 175, err = 32.6%)
| | [10] class in Second Class: Missing (n = 168, err = 8.3%)
| | [11] class in Third Class: Missing (n = 462, err = 16.2%)
| [12] age in Children: Missing (n = 64, err = 45.3%)

Number of inner nodes: 4
Number of terminal nodes: 8

Vysledkem je, podobné jako v piipadé stromu typu CART, hierarchicka textova podoba
stromu, kdy je pro kazdy uzel uvedena hodnota kategorie prediktoru. Pro terminalni uzel je déle
zobrazena kategorie zavisle proménné, pocet pozorovani v uzlu a klasifikaéni chyba. Vysledna
hodnota termindlniho uzlu (pfezil/neptezil) je urCena jako prevladajici kategorie zavisle
proménné v tomto uzlu a klasifika¢ni chyba je procento chybné klasifikovanych pozorovani.
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> plot(chaidTitanic,cex=0.6)

L1
(o

Female

[2
clasg
Adult Children
Cre Firs Third Class
2 2 2 2 2 Cre Fii 2 Sec Third Elass 2
c c c c C c c
4 /B B
= Node ii(n: = Node éi(n > Node 5_l(n: = Node 8_'l(n: = Node E?L(n: = Node 110 r= Node 111 r= Node 312 (n=
0.8 0.8 0.8 - 0.8 - 0.8 ~ 0.8 ~ 0.8 0.8
0.6 0.6 0.6 — 0.6 - 0.6 - 0.6 - 0.6 0.6
0.4 0.4 0.4 - 0.4 - 04 - 04 - 04 0.4
g 0.2 g 0.2 E 0.2 § 0.2 g 0.2 g 0.2 g - 0.2 § 0.2
0 0 0 0 0 0 0 0

Z vysledkil vyplyva, Ze nejvétsi vliv na pteziti mélo pohlavi pasazérii (prvni rozdéleni ve
stromu), vyrazn¢ lépe na tom byly Zeny. U Zen (a divek, protoze jsou mezi nimi zahrnuty 1 déti)
byl v3ak rozdil v ttidé. Vice nez 50% zen a divek ve tieti tfidé katastrofu neptezilo, zatimco
Vv prvni tiidé prezily téméf vSechny. Tento rozdil je patrny i u muzu, ale neni tak vyrazny (30%
vs. 16% mezi 1. a 3. tfidou). VY38 pieziti, bez ohledu na téidu, méli v této vétvi stromu chlapci.

Dale muze ¢tenaf otestovat, zdali dojde pii rizném nastaveni o (napiiklad volbou pFisné;jsi
hranice 0,01) a poétu pozorovani v terminélnich uzlech ke zméné vysledného stromu. V§imnéme
si také, Ze byl vynechan krok 4 (mozné rozdéleni jiz slouc¢enych kategorii) nastavenim parametru
alpha3 na zapornou hodnotu.
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3.2 PRIM (Patient Rule Induction Method)

Metoda PRIM [14] je primarné uréena pro regresni problémy, zavisle proménna je tedy
spojita.

PRIM podobné jako ostatni rozhodovaci stromy rozdéluje pozorovani zavisle proménné Y
pomoci hodnot prediktord do uzld ti,..ty, zde oznaovanych jako okna Bs,..., Bk. Graficky
mizeme okna znazornit jako jednotlivé regiony v prostoru prediktora Xi,..., Xu. V piipadé
metody PRIM se v38ak vyhledavaji takové regiony, ve kterych je pramér hodnot zavisle

e
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Obr. 3.2 Méjme 100 pozorovani. Zavisle proménnd Y oznacuje
presenci y; = 1 (trojahelniky) nebo absenci y; = 0 (kolecka) urcitého
druhu rostliny. Pro jednoduchost uvaZzujme pouze dva spojité
prediktory: teplotu X; a srazky X,. Rostlina bude pritomna s vétsi
pravdépodobnosti v podminkdch danych rozsahem prediktorii
(a1 < X1 <by) N (az <X, <by), které jsou zde zndzornény pomoci
okna B.

PRIM je tedy velmi vhodny pro ptipady, kdy nas zajima nalezeni skupin v datech s nejvyssi
nebo nejnizs$i hodnotou zavisle proménné. Naptiklad pro riizna ochranna opatieni, kdy vysledky
mohou slouZit ke stanoveni vhodné velikosti uizemi podle pravdépodobnosti vyskytu druhu nebo
ke zjisténi klimatickych podminek, pfi kterych dochazi k nejvétSimu znec€isténi ovzdusi, jak si
uk&Zeme v prikladu VI.

Algoritmus stromu postupuje hierarchicky. Zacina se s oknem obsahujicim vSechna
trénovaci pozorovani. Okno se postupné zmenSuje 0 piedem zadané procento pozorovani.
Zmen3ovani probiha posunutim vZdy pouze jedné hrany okna. Vybere se takové ,,ofezani, které
zpusobi nejvyssi praimér hodnot zavisle proménné Y ve zmenseném okné. To se opakuje do
ptedem definované hodnoty minimalniho poctu pozorovani (napt. 10) v okné. Nasledné se okno
zpétné zvétSuje podél nékteré z hran tak dlouho, dokud primér zavisle proménné uvniti
zvétSovaného okna roste. Témito kroky ziskdme sekvenci oken s riznym poctem pozorovani. Na
zaklad¢ krosvalidace se vybere okno optimalni velikosti, pozorovani z tohoto okna se odstrani a
procedura za¢ind znovu se zmenSenym souborem.
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Algoritmus ristu stromu PRIM

Soubor se rozd¢li na testovaci a trénovaci (v poméru zadaném uZivatelem).

Sefadi se hodnoty prediktorii od nejmensi po nejvétsi.

Na zacatku obsahuje okno cely trénovaci soubor.

Okno se zmensuje vzdy podél jedné hrany (prediktoru) o malé mnoZstvi pozorovani
(Casto 0 5% nebo 10%).

5. Vybere se hrana, pro kterou byl vysledny praimér proménné Y ve zmenSeném okné
nejvétsi a puvodni okno se zmen$i podél této hrany, tzn. z pavodniho okna jsou

v v Vv s

odstranéna pozorovani s nejnizsi/nejvyssi hodnotou prediktoru X.

el N =

Krok 4 a 5 se opakuje, dokud okno neobsahuje piedem stanovené minimum pozorovani.

6. Dochazi k reverznimu procesu - okno je zpétné rozsifovano do vSech sméru, ale jen

pokud se zvysi prumér hodnot Y v okné. Opét je zvolen podil pozorovani pro zvétSovani
okna (napt. o = 0,1).

Z kroku 4-6 ziskdme sekvenci oken o rizném poctu pozorovani.

7. Vybere se optimalni velikost okna pomoci krosvalidace.
8. Pozorovani z okna vybraného krosvalidaci (ozna¢me jej B1) jsou odstranéna ze souboru.

Se souborem zmen3enym o pozorovani z B; se algoritmus vraci zpét do kroku 3.
Krok 4-8 se opakuje, dokud neni dosazeno kone¢ného poctu oken By, By ..., Bk .

Okna By, B3 ,..., Bk tvofi vyslednou sadu rozhodovacich pravidel. Jednotlivé kroky algoritmu
jsou zobrazeny na obrazku 3.3.

Vsimnéme si, ze v kroku 8 je opét pouzita krosvalidace, podobn¢ jako tomu bylo u pfedchozich
algoritmii. Ve chvili, kdy jsme zmenSovanim a naslednym zvétSovanim ziskali okna rGzné
velikosti, bylo potieba vybrat optimalni okno. Ztejmou volbou by bylo vybrat okno s nejvyssi
hodnotou priméru proménné Y. Mohlo by vSak dojit k pietrénovani modelu, protoZze nejvyssi
hodnotu pruméru proménné Y by vysledné okno mohlo mit pouze pro data, na kterych probihalo
uceni modelu. Riziko navic narista se zmensujicim se poftem pozorovani v okn¢. Rozhodovaci
pravidla pro okno snejvy$§im pramérem na trénovacim souboru, které by navic mélo
pravdépodobné malo pozorovani, tak nebudou objektivni. Vybér vhodného okna tedy probiha na
testovacim souboru. Je vybrano okno, které mé nevys$si pramér hodnot zdvisle proménné pro
testovaci pozorovani.
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Obr. 3.3 Algoritmus metody PRIM. Zavisle proménna Y ma hodnotu 1 (trojahelniky) pokud je 0,2 < X;
<0,8a0,4 <X,<0,9, jinak 0 (kolecka). Proporce bodii, o které se hrana okna posune, je 0. = 0,1
(10%). Sipky oznacuji posunuti hrany v daném okné. Prvni faze algoritmu, kdy dochdzi ke zmensovani
oken 1-7, konci v okné 7, kdy uz zmenSovani nevede Kk ndariistu prioméru hodnot Y v okné (krok 4 a 5).
Nasledné dochazi ke zpetnému rozsirovani okna 8 - 10 (krok 6). Na zdkladeé krosvalidace je vybrdano

okno 6 (krok 7), pozorovani z tohoto okna jsou odstranéna 11 (krok 8) a zacind se znovu oknem 12
(krok 4) [6].

Stejné jako u ostatnich rozhodovacich stromi Ize pouZzit kategorialni prediktor, rozhodovaci
pravidla jsou pak dana podmnoZinou kategorii prediktoru. Oproti algoritmu CART je vyhodou,
7e se probere vétsi Skala pravidel a mizeme snadnéji najit optimalni feSeni, nez pii pouZiti
proménné pouze na zakladé nejlepsi hodnoty kriterialni statistiky. Hlavni nevyhodou je absence
stromoveé struktury, vysledkem je pouze sada pravidel.
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Ptiklad VI: Strom typu PRIM
Ukazkovy priklad ke cviceni v programu R.

Podivame se na stejny ptiklad, jaky byl pouZit pro regresni stromy: zavislost koncentrace
0zonu (ppb) na teploté (stupné Fahrenheita), rychlosti vétru (mile/h) a intenzité slune¢niho zafeni
(cal/cm?). Soubor obsahuje 111 mé&keni [7].

Nacteme knihovnu lattice, kter4d obsahuje vySe popsany datovy soubor se jménem
environmental a knihovnu prim s funkcemi pro vypodet:

> library(prim)

> library(lattice)
> data(environmental)

Do proménné Y uloZime zavisle proménnou koncentraci ozéonu, do proménné X prediktory
teplotu a rychlost vétru:

> y <-environmental[,1]
> X <-environmental[,3:4]

Ptipomenime zékladni popisnou statistiku souboru:

> summary(environmental)

ozone radiation temperature wind
Min. : 1.0 Min. 7.0 Min. :57.0 Min. : 2.300
1st Qu.: 18.0 1st Qu.:113.5 1st Qu.:71.0 1st Qu.: 7.400
Median : 31.0 Median :207.0 Median :79.0 Median : 9.700
Mean t 421 Mean :184.8 Mean :77.8 Mean - 9.939
3rd Qu.: 62.0 3rd Qu.:255.5 3rd Qu.:84.5 3rd Qu.:11.500
Max . :168.0 Max . :334.0 Max . :97.0 Max . :20.700

U funkce prim lze nastavit rizné parametry: peel.alpha a paste.alpha urcuji podil
pozorovani, o které se okno bude zmen3ovat, respektive zvétsovat; mass.min je minimalni podil
pozorovani z celkového souboru (defaultné 0,05). Za diskrimina¢ni hladinu proménné Y je
pouZivan prameér, pokud je parametr threshold.type roven 1, je hledano okno s hodnotami zavisle
proménné >= nez primér, pii nastaveni na nulu hledame hodnoty <= praméru. Nastavenim
threshold.type=0 mizeme zvolit rozsah hodnot zavisle proménné.

Vysledky vypoétu uloZzime do objektu prim.ozon:

> prim.ozon <- prim(x , y =y, threshold.type = 1)

Nize jsou zobrazeny vysledky pro koncentraci ozonu. Sloupecek box-mean obsahuje
prumérnou hodnotu zavisle proménné v okné a box-mass podil pozorovani v okné z celkového
souboru. Hvézdicka oznacuje ,,zbytek* datového souboru, ktery jiz nebyl pouzit pro rozdé€leni.
Nasleduji pravidla, ktera definuji rozsah okna.

VysSi koncentrace 0zénu 53,5 ppb (box1) nastava pti vyssich teplotach v rozsahu 76-101°F
a mensi rychlosti vétru v rozsahu 5,1 — 11,5 (mile/h). Okno obsahuje 47,7 % vzorkd. Primérna
koncentrace 0zonu Vv okné¢ definovana témito pravidly je vSak pouze lehce nad celkovym
primérem.
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> summary(prim.ozon, print.box = TRUE)

box-mean box-mass threshold.type

box1 53.50943 0.4774775 1
box2*  31.67241 0.5225225 NA
overall 42.09910 1.0000000 NA

Box Blimits for boxl

temperature wind
min 76 5.1
max 101 11.5

Box limits for box2
temperature wind

min 53 0.46

max 101 22.54

Zobrazime vysledny graf a jednotliva méfeni. PIn& kolec¢ka obsahuji hodnoty koncentrace,
které jsou vys$$i nez praimér. Vidime, ze vétSina z nich se vyskytuje ve vysledném okné. Prazdna
kolecka pak zobrazuji pozorovani s hodnotami ozonu mensimi nez celkovy primér.
> plot(prim.ozon, col = "transparent',cex.axis=1.5, cex=1.5, cex.lab=1.5)

> points(X[y > 42.1, ], pch=16, cex=1.5)
> points(x[y < 42.1, ], cex=1.5)
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Ke stavajicim prediktorim ptfidame jesté intenzitu slune¢niho zateni.
> X <-environmental[,2:4]

> prim.ozonl <- prim(x , y =Yy, threshold.type = 1)

> summary(prim.ozonl, print.box = TRUE)

box-mean box-mass threshold.type

box1 79.26667 0.2702703 1
box2*  28.33333 0.7297297 NA
overall 42.09910 1.0000000 NA

Box limits for boxl
radiation temperature wind
min 166.50 78.0 0.46
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max 271.25 96.1 10.87

Box Blimits for box2

radiation temperature wind
min -25.7 53 0.46
max 366.7 101 22.54

Opét jsme ziskali dvé okna, nyni je ve vysledném okné pouze 27% ze vSech pozorovani.
Hodnoty pramérné koncentrace jsou vSak mnohem vy3Si. Zménily se rovnéz rozsahy hodnot
teploty a vétru. Rozsah hodnot teplot je mensi (78-96,1°F), zatimco rozsah hodnot rychlosti vétru

se zvétsil (0,5-10,9 mile/h). Nejvyssi hodnoty koncentrace ozonu (79,3 ppb) jsou pii vyssi
teploté a radiaci a nizké rychlosti vétru, coz koresponduje s vysledky regresniho stromu (Ptiklad

).

Vysledny graf zobrazuje pozorovani svys$Simi koncentracemi (box1) vV prostoru tii
prediktorti.

> plot(prim.ozonl, cex=1.5, pch=16,cex.axis=1.5, cex.lab=1.5, col="black")
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3.3 MARS (Multivariate Adaptive Regression Splines)

Metoda MARS [15] se nachéazi na rozhrani mezi stromovou technikou a parametrickou
regresi. Je urCena pro regresni problémy a odstrafiuje uréité nedostatky binarnich regresnich
stromtl, pfedev§im nespojitosti odhadnutych hodnot zavisle proménné (pfipomenme, Ze finalni
pocet predikovanych hodnot je roven poétu terminalnich uzld, viz kap. 2.1). Prediktory mohou
byt spojité i kategorialni. Vysledkem metody je regresni rovnice, chybi tedy klasickd stromova

Zatimco u ostatnich rozhodovacich stromti jsme si pro rozd€leni uzlu vystacili s hodnotou
prediktoru, ktery byl ur€en pomoci kriterialni statistiky (napt. druh se bude vyskytovat, pokud je
nadmotska vyska vétsi nez 200 m.n.m., jinak nikoli), zde budeme potiebovat polopiimku.
K rozdéleni pozorovani zavisle proménné se tedy nepouziva konstanta, ale linearni aproximace.

Linearni aproximace je uskute¢n&na pomoci tzv. linearnich splajni® (linear splines). Splajny
definované v metodé MARS jsou po ¢astech linearnich funkce (X - t)+ a (t - X)+ s uzlem v bod¢ t,
kde + oznacuje kladnou ¢ast funkce. Dvojice téchto funkci jsou ozna¢ovany jako zrcadloveé pary
(obr. 3.4) a samotné funkce (x - t)+ a (t - x)« jako bazové funkce (basis functions).

X—t okud x>t t—X okud x<t
x-p), = {7t P (), {07 @5)
0, jinak 0, jinak
Alternativni zapis, ktery se ¢asto pouziva, je max(0, x —t) a max(0, t — x).
Y L0 — ,,/,
< - L
™ //,
. (10 - X)+ ) e (X - 1O)+
i - ,//,
O_ ________________________ ’/
T T T T T T T T T T T
0 2 4 6 8 10 12 14 16 18 20
t X
Obr. 3.4 Priklad funkce zrcadlového paru (10 - X)+ a (X - 10)., kde t = 10 [6].
M¢jme jednoduchou regresni rovnici:
M
Y =B+ Ba(Xy)+e, (3.6)
m=1

8 K pochopeni této kapitoly doporucuji &tenéfi zopakovat si zakladni znalosti pro vypo&et linearni regrese.

® Nejeast&jsi pouziti maji splajny v interpola¢nich ilohach. Pokud prokladame data polynomem vyssiho stupng,
dochazi ¢asto k oscilacim. Misto takového polynomu lze pouZzit funkci, ktera bude polynomem nizkého stupné a
bude prokladat data po ¢astech tak, aby na sebe jednotlivé ¢asti navazovaly. Prave tyto funkce se nazyvaji splajny.
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kde Y je zavisle proménna, Xi,..., Xm jsou prediktory, fo je intercept a fi,..., fm regresni
koeficienty. U jednorozmérné linearni regrese je K vyjadfeni zavislosti Y na X pouzita ptimka a
koeficienty jsou odhadnuty metodou nejmensich ¢tverc.

Nyni piedpokladejme model s jednim prediktorem a hodnotou uzlu t = 10, ktery mtzeme
zapsat pomoci dvou regresnich rovnic:

Y =, +5,(X,)+¢& pro x>10

3.7
Y =p,+5,(X,)+& pro x<10 3.7
S pouzitim vztahu (3.5) 1ze rovnice vyjadfit jako:
Y =b, +b, (X, —t), +b,(t-X,), +¢&, (3.8)
kde bo Eﬂo, bl Eﬁl a b2 Eﬂz.
Stejné jako u linearni regrese 1ze i u metody MARS pouzit interakce proménnych.
Pro dva prediktory X, Xa:
Y = bo + bl(xl _t1)+ +b2(t1 - X1)+ +b3(xl _t1)+(X2 -1 )+ Té, (3.9)
z ¢ehoz plyne:
Y =b, +b, X, -bt, +¢ pro X,>ta X,<t,
Y =b,—b, X, +b,t, +¢& pro X, <t (3.10)
Y =b, +b X, —bt, +b,(X, X, —t, X, ~t,X, +tt,)+& pro X, >ta X,>t,
Regresni funkci pro MARS mizeme tedy vyjadfit jako:
M
Y =by + Y bh,(X)+e, (3.11)

m=1

kde hn, jsou bazové funkce nebo jejich interakce a koeficienty by, pro dané hy, jsou odhadovany
stejné jako u linearni regrese metodou nejmensich étvercu.

Algoritmus je velmi podobny postupnému dopiednému vybéru (forward stepwise selection)
vysvétlujicich proménnych v regresnim modelu, namisto proménnych se ale vybiraji linearni
splajny. Zac¢iname s nulovym modelem (bez prediktort). Postupné se pfidavaji jednotlivé ¢leny
do rovnice (bazové funkce), ovsem pouze takové, jejichz piispévek k variabilité vysvétlené
modelem je statisticky vyznamny. Tento piispévek se urCuje na zakladé snizeni residudlniho
souctu ¢tverci modelu neboli sou¢tu étvercovych odchylek hodnot y; zavisle proménné od
hodnot y; odhadnutych modelem.
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K ur€eni optimalni velikosti u metody MARS se pouziva krosvalidacni kritérium GCV
(generalized cross-validation). Na zakladé GCV vybereme model s optimalnim poc¢tem ¢lent
v rovnici. GCV lze pouzit i pro odhady relativnich vyznamnosti jednotlivych prediktord.

GCV se uréi nasledovné:

2uvi-9) (3.12)

A

kde N je pocet pozorovani, yi je hodnota zavisle proménné odhadnutd modelem a M()A) je
parametr sloZitosti modelu, ktery ma tvar:

M(A)=r+cK, (3.13)

kde r je pocet nekonstantnich bazovych funkci v modelu a K je pocet uzla t v modelu, kde jiz
probéhl vybér parametri pomoci dopifedného vybéru. Konstanta ¢ byla uréena experimentélné, ¢
= 3 pokud nejsou zahrnuty interakce, ¢ = 2 pro rovnici s interakcemi [6]. Datovy soubor je
rozdélen na testovaci a trénovaci v poméru zadaném uzivatelem (Casto 70% trénovaci a 30%
testovaci). Na trénovacim souboru je vytvofen model a je spocitana jeho presnost (R) na
testovacim souboru. Hodnota GCV je spo¢itana pro rizné podmodely, majici rizny pocet ¢lenti
V rovnici, ktery oznacuje parametr 1. Nasledné je vybran podmodel s nejmensi hodnotou GCV.

GCV je tedy otestovani modelu na nezavislém datovém souboru, adjustované na velikost
souboru a pocet ¢lent v rovnici. Velmi podobna situace byla u metody CART, kde byl pomoci
krosvalidace vybiran optimalni pocet terminalnich uzli stromu a u metody PRIM, kde se
vybirala okna optimalni velikosti.

Rozdil mezi vystupem z metody MARS a linearni regresi si ukdZzeme na nasledujicim
prikladu.

Priklad VII: Primér, vyska a objem tfeSni

Datovy soubor obsahuje tidaje o priméru, vysce a objemu 31 pokacenych tfesni. Primér je
uveden v palcich a byl zméfen ve vysce 4-6 stop. Datovy soubor obsahuje 31 pozorovani o 3
proménnych [16]. Podivame se na zavislost objemu kmene (v krychlovych stopéach) na jeho
priméru pfi pouziti linearni regrese (LR) a metody MARS. Na obrazku 3.5 miizeme porovnat
vysledky proloZeni obou metod.
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Obr. 3.5 Vlevo vysledek prolozeni LR, vpravo metodou MARS.
Vysledné rovnice zavislosti objemu stromu na jeho priméru pro linearni regresi a MARS:

objem =-36,9 + 5,1 * priumer,
objem =28 + 6,5 * max(0; primer - 14) — 3,4 * max(0; 14 - primeér).

Intuitivné tusime, Ze metoda MARS nasla v datech ,,.bod zlomu‘ neboli hodnotu uzlu t. Tim
se dostavame k algoritmu této metody, jejiz hlavni ¢ast spo¢iva v nalezeni této hodnoty.

Algoritmus metody MARS

1. Algoritmus zac¢ina s konstantni funkci hp(X) = 1.

2. Vytvoii se splajny (zrcadlové pary) se svym stiedem (uzlem t) v kazdé hodnot¢ Xij, pro kazdy
prediktor X;. Ziskdme mnozZinu vSech ,.kandidatskych* bazovych funkci C a model je tvofen
prvky z této mnoziny nebo jejich kombinaci.

3. Zmnoziny C jsou do modelu pfidavany pomoci postupného vybéru vyznamné bazové
funkce, které snizuji rezidualni chybu modelu. Proces postupuje hierarchicky, vyznamné
interakce jsou pfidavany do modelu pouze z kombinace bazovych funkci, které jiz byly do
modelu vybrany.

Z kroku 1 - 3 jsme ziskali rovnici s vybranymi ¢leny. Pocet ¢lenti vSak byva vétSinou velmi
velky a takto sestaveny model pfetrénovany.

4. Poslednim krokem algoritmu je tedy procedura zpétného odstrafiovani. Z rovnice jsou
odstranény ty ¢leny, u kterych po jejich odstranéni dojde k nejmenSimu zvySeni chyby
modelu. Zpétné odstraniovani je ucinéno pomoci krosvalidace. Hodnota GCV je spocitana
pro rizné velikosti modelu (s riznym pocétem ¢lend v rovnici) a je vybran model, pro ktery je
hodnota GCV minimalni.
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Ptiklad VIII: Strom typu MARS
Ukazkovy priklad ke cvic¢eni v programu R.

Vratme se k prikladu o zavislosti objemu kmene 31 tfesni na jejich vySce a priméru kmene.

> trees
> summary(trees)

Girth Height Volume
Min. : 8.30 Min. 163 Min. :10.20

1st Qu.:11.05 1st Qu.:72 1st Qu.:19.40
Median :12.90 Median :76 Median :24.20
Mean :13.25 Mean :76 Mean :30.17
3rd Qu.:15.25 3rd Qu.:80 3rd Qu.:37.30
Max . :20.60 Max . - 87 Max . :77.00

Nacteme knihovnu earth pro vypocet metody MARS.
> library(earth)

U funkce earth mizeme nastavit parametry pro vypocet: nk specifikuje maximalni pocet
¢lenti v rovnici (véetné interceptu) pii postupném vybéru ¢lend pied tim, nez dojde k jejich
zpétnému odstraniovani pomoci krosvalidace. Defaultni nastaveni je uréeno z poctu prediktort a
je vhodné jej ovéfit pomoci argumentu trace (nastavenim na jedna). Velmi dileZitym
parametrem je degree, ktery uréuje maximalni stupen interakci v modelu. Defaultné je nastaven
na 1, coz znamena aditivni model bez interakci. DalSim parametrem je penalty, ktery se rovna
konstanté ¢ pouzité pii krosvalidaci a je nastaven na 3, pokud nejsou zahrnuty interakce (degree
= 1), nebo na 2 pro rovnici s interakcemi (degree > 1). DalSi kritéria specifikuji nastaveni
krosvalidace: nfold je pocet rozdéleni na podsoubory a je roven hodnoté k. Defaultné se
krosvalidace neprovadi (nfold = 0), jestlize je nfold > 0, nejprve je vytvofen model na vsech
pozorovénich, nasledné je vytvofeno k modelii a R? je mé&fen na k testovacich souborech.
Vysledna hodnota R? z krosvalidace cv.rsq je primérem viech R? na testovacich souborech. Lze
nastavit 1 poc¢et opakovani krosvalidace parametrem Ncross.

> tresne <- earth(Volume ~ ., data = trees, degree =1, nfold = 1)

Piikazem plotmo zobrazime zavislosti jednotlivych prediktort z metody MARS. Hodnoty
jsou mediany prediktort.

> plotmo(tresne)
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Pomoci summary zobrazime vysledky metody v textové podobé.

> summary(tresne)

Call: earth(formula=Volume~., data=trees, nfold=1, degree=1)
coefficients

(Intercept) 27.2458996

h(Girth-14) 6.1766918

h(14-Girth) -3.2662277

h(Height-72)  0.4912072

Selected 4 of 6 terms, and 2 of 2 predictors

Importance: Girth, Height

Number of terms at each degree of interaction: 1 3 (additive model)
GCV 10.60632 RSS 197.0722 GRSg 0.9620131 RSq 0.9756884

Vystup z funkce earth nas informuje, Ze byly vybrany ¢tyfi ¢leny z Sesti moznych a oba
prediktory. Model obsahuje dva uzly t s hodnotami 14 palct pro pramér kmene a 72 stop pro
vysku stromu. Vidime, ze zrcadlovy par pro vysku stromu byl odstranén. Rovnici mizeme
pomoci koeficientli jednodusSe ptepsat na: objem = 27,2 + 6,2 * max(0; primer - 14) — 3,3 *
max(0; 14 - priumér) + 0,5 * max(0; vyska - 72).

Dalsi vystupy urcuji piesnost modelu. RSS je residualni suma ¢étverc modelu. Rsq je
koeficient determinace (1-RSS/TSS). GCV je hodnota krosvalida¢niho kritéria, na zakladé
ktereho byl mezi modely s riznym poc¢tem ¢lenti vybran pravé model se ¢tyfmi ¢leny v rovnici.
GRSq odhaduje predikéni silu modelu, v podstaté hodnotu R? p¥i pouziti GCV. V nagem piipadé
vysledky ukazuji, ze model velmi dobie popisuje zavislost objemu kmene na jeho pruméru a
vysce (R® = 0,97) a zaroven by predikce objemu kmene na zaklads t&chto prediktort byla velmi
presna GR? = 0,96. Pro ovéfeni vysledki krosvalidaci (zejména pro v&tsi k) je viak k dispozici
velmi maly pocet pozorovani.

Nastavenim parametru trace = 1 zjistime postup pfii vytvareni modelu: v jakém potadi byly
vybrany jednotlivé ¢leny a jak se zménil R? po zpétném odstranéni nékterych ¢lent.

> tresne <- earth(Volume ~ ., data = trees, degree =1, nfold = 1, trace =
1)

X is a 31 by 2 matrix: 1=Girth, 2=Height

y is a 31 by 1 matrix: 1=Volume

Forward pass term 1, 2, 4, 6, 8

Reached delta RSqg threshold (DeltaRSg 0.000280038 < 0.001) at 7 terms
After forward pass GRSq 0.9372 RSq 0.9774

Prune method "backward'" penalty 2 nprune 6: selected 4 of 6 terms, and 2
of 2 predictors

After backward pass GRSq 0.962 RSq 0.9757

Nyni se podivame, jak se zméni vysledky modelu, pokud budou zahrnuty i interakce
proménnych.

> tresnel <- earth(Volume ~ ., data = trees, degree = 2, nfold = 1)
> summary(tresnel)
Call: earth(formula=Volume~., data=trees, nfold=1, degree=3)

coefficients
(Intercept) 27.2458996
h(Girth-14) 6.1766918
h(14-Girth) -3.2662277

h(Height-72)  0.4912072
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Selected 4 of 7 terms, and 2 of 2 predictors

Importance: Girth, Height

Number of terms at each degree of interaction: 1 3 (additive model)
GCV 12.06763 RSS 197.0722 GRSq 0.9567793 RSq 0.9756884

Nedoslo k zadné zméné vysledného modelu, interakce tedy nejsou vyznamné.

Pomoci funkce evimp muzeme spocitat vyznamnost proménnych v modelu na zakladé
jejich prispévku k vyCerpané variabilité, pficemz hodnoty jsou standardizovany na 0-100.
Parametr trim urcuje, zda budou zobrazeny vysledky u proménnych, které nebyly vybrany pro
Zadny podsoubor.

> tresne.imp <- evimp(tresne, trim=FALSE, sqrt =TRUE)
> print(tresne.imp)

nsubsets gcv rss
Girth 3 100.0 100.0
Height 1 11.4 12.1

Nejvyznamnéj$i proménnou je objem kmene, vyska pfispiva k celkové variabilité podstatné
méné. Hodnoty ve sloupecku nsubsets oznacuji vyznamnost na zakladé poctu, kolikrat se
proménna objevila v rovnici pfi pouziti riznych podsoubort. Ve sloupci gcv jsou uvedeny
vyznamnosti s pouzitim GCV kritéria, rss je vyznamnost ur¢ena pouzitim celkové residualni
sumy ¢tverc.

Srovnani relativnich vyznamnosti prediktori zobrazime v grafu uzitim funkce plot.

> plot(tresne.imp)
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Dalsi zajimavou funkci je predict, ktera nam umozni predikci novych pozorovani. ProtozZe
nemame Kk dispozici nova méfeni, pouZijeme stejny datovy soubor jako pro tvorbu modelu.
Zobrazime prvnich deset predikovanych a pozorovanych hodnot.
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> predikovane<- predict(tresne)

> trees[1:10,3]
[1] 10.3 10.3 10.2 16.4 18.8 19.7 15.6 18.2 22.6 19.9

> predikovane[1:10]
[1] 8-628402 9.608270 10.261516 15.814103 20.888213 22.197250 17.447216
[8] 18.920838 21.703497 19.574084

Vysledné hodnoty jsou velmi podobné. Mizeme rovnéz dosadit vlastni hodnoty pro primér
(10) a vysku (80) tiednd a ziskat pfedpovézenou hodnotu, ktera je v tomto piipade 18,1 ft’.

> predict(tresne, c(10,80))
Volume
[1,] 18.11065
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4 Skupinové modely

Diive nez se dostaneme K jednotlivym typim nahodnych lest, podivame se na problém
trochu obecngji. Lesy totiz patii do skupiny tzv. skupinovych (ensamble) metod. Princip
skupinovych modelt je jednoduchy, skupiné modelti (napf. rozhodovacich stromt) zadame
stejny problém, na kterém se nauci. Vystupy nauc¢enych modelt se kombinuji (obr. 4.1). Zajima
nas, zda kombinaci vysledkti modeltt dosahneme zlepSeni vysledkti predikce ¢i klasifikace.
Vysledkem skupinového modelu je zprimérovani vSech vysledkt jednotlivych modela v piipadé
regrese nebo vétsinové hlasovani jednotlivych modelt v ptipadé klasifikace (i u klasifikace 1ze
vSak pouzit primérovani).

datovy soubor

VIR

model; model, model, model, model,

skupinovy model

Obr. 4.1. Schéma skupinové metody.

Otazkou je, zdali kombinaci modeli muzeme ziskat piesnéjsi model. Predpokladem pro
pouZiti kombinace modelt je podminka, Ze jednotlivé modely museji byt rizné. Pokud bychom
vytvofili sadu modelti na stejném datovém souboru, pfidand hodnota bude nulova, nebot’
vysledny skupinovy model bude shodny s vysledkem jednotlivych modeld. Resenim je pouZit
rizné soubory pro uc¢eni modelu, které ziskdme nahodnym vybérem z trénovaci mnoziny dat.
Modely tak budou vykazovat ,,0dlisné* chyby. Presnost a stabilita téchto modeld se nasledné
ovefuje na testovacich souborech.

4.1 Rozklad na systematickou chybu a varianci (Bias-Variance
Decomposition)

Pojd'me se detailngji podivat, ¢im v§im je vlastné chybovost modelu zptsobena. Zaénéme
jednoduchym piipadem, kdy budeme méfit nahodnou veli¢inu Y v populaci (napt. vaha ¢lovéka)
a chceme vyjadfit jeji reprezentativni hodnotu pro celou populaci. Hleddme takovy odhad y,
ktery minimalizuje stfedni hodnotu chyby Ey(y-)?)2 pies celou populaci. V idealnim piipadé
bychom zm¢éfili vSechny vzorky v populaci (zvazili vSechny lidi) a zjistili jejich stfedni hodnotu
Ey(y) (napf. primér, median), kterou bychom prohlasili za optimalni odhad. V praxi vSak tento
piistup neni mozny a pomtzeme si vybérem pouze urcité skupiny pozorovani z populace, ktery
vSak musi mit stejné vlastnosti jako celd populace. Takovyto vybér vytvofime nahodnym
vybérem.

Stejny piipad nastava u modelt, kdy vybirame pozorovani pro trénovaci soubor z mnoziny
vSech pozorovani. Odchylky pozorovanych od predikovanych hodnot (pfesnost klasifikace ¢i
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regrese) nebudou zplsobeny pouze ,,ptirodni* variabilitou, kterou jsme modelem nevysvétlili,
ale také rozdilem ve vysledcich pro rtizné ndhodné vybéry a celou populaci.

M¢jme soubor trénovacich dat:
L =(yi,x), i=1,....n.

Chceme najit takovou funkci v prostoru vSech prediktorit a hodnot zavisle proménné, aby
predik¢ni chyba byla mala.

Pokud maji (Y,X) stejné rozdéleni a dana funkce R udava rozdil mezi pozorovanou hodnotou

y; a predikovanou hodnotou y; zavisle proménné Y, pak muzeme predikéni chybu (prediction
error) obecné vyjadrit jako:

PE(f,L)=E, ,R(Y, f(X,L)), 4.1)
kde f(X,L) jsou predikované hodnoty y; pro trénovaci soubor L. Obvykle je zavisle proménna Y

jednorozmérna.

Rozdé&leni chyby na jednotlivé slozky modelu si piedvedeme na regresi.
Mg¢jme jednoduchou zavislost nahodné veli¢iny Y na ndhodném vektoru X:

Y=f(X)+e, (4.2)

kde f(X)=E(X|Y), E(gX)=0.

Y muzeme rozlozit na jeji strukturalni ¢ast f(X), ktera je predikovana pomoci X a Sum ¢, ktery
nejsme schopni vysvétlit pomoci modelu.

Pramérna obecna chyba (mean-squared generalization error) na trénovacim souboru L je
rovna:

PE(f,L)=E, (Y - f(X,L))° (4.3)

Optimalni model by m¢l mit minimalni primérnou chybu pro rizné vybéry L, coZ v podstaté
znamend, Ze vysledky modelu pro jednotlivé vybéry trénovacich soubor by se nemély piilis
lisit.

Vyjadiime pramér trénovacich souboru stejné velikosti ze stejného rozlozeni:

f(x)=E f(x L), (4.4)

kde E, f (X, L) je pramér pies vSechny trénovaci soubory L predikované hodnoty y; v hodnotg X;.

Celkovou chybu modelu mtizeme rozd¢lit na tii slozky a to Sum, zkresleni (bias) a varianci:
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~N -~ ~ (4.5)

sum zkresleni® variance

PE=E&’ +E,, (f(X)-E_f(X,L))’ +E, (f(X,L)-E, f(X,L))
\_Y_) - )

e Sum — je rezidualni chyba neboli minimalni dosazitelna chyba modelu, kterou nejsme
schopni modelem vysvétlit.

e Zkresleni®- uruje systematickou chybu modelu. Je to rozdil optimalniho modelu od
primérného modelu.

e Variance — je variabilita vysledku jednotlivych vybérd, jinymi slovy, jak moc se
predikované hodnoty y; liSi v ramci trénovacich podsoubort L. Vysoka variance znaci
pfeuceny model.

Modely, které se pouZivaji ve skupinovych modelech, se oznacuji jako slabé modely neboli
weak learners (slaby Zak, u Klasifikace také slaby klasifikator). Slaby model je definovan
obecné jako model, ktery ma malé zkresleni, ale vysokou varianci. Slabé modely tedy maji velmi
vysokou piesnost, ale pouze pro pozorovani z trénovaciho souboru. Takovyto model je vétSinou
preuceny a neméa obecnou platnost [17].

Ptikladem slabych modelt s malym zkreslenim, ale vysokou varianci mize byt interpolace
bodi pomoci linearnich splajnti (obr. 4.2). Carkovanou a plnou &arou jsou zndzornény
interpolace bodu pro dva trénovaci soubory. Vidime, Ze splajny spojuji vSechny body, ale
takovéto prolozeni bodi nereflektuje variabilitu souboru, kdy jednotliva pozorovani nemusi byt
piesné zmétena. Modely jsou preucené. Maji vysokou piesnost, ale variance pro vysledky na
riznych trénovacich souborech je velka. Naopak, je-li zkresleni velké a variance nizk3,
dostavame model, ktery ma nizkou piesnost a nevysvétluje dobie zavislost v datech. Takovy
model je nedouc¢eny a na obrazku 4.2 je znazornén tfemi p¥imkami (teckované), které vznikly
pro tii nahodné vybéry z mnoZziny trénovacich dat. Vidime, Ze variance je nizka, prolozZeni
pfimkami pro tfi soubory dopadlo velmi podobné.

A

Y

malé zkresleni +
velka variance —
preuceny model

mala variance —
nedoucéeny model

X

Obr. 4.2 Ukazka modelu s malym zkreslenim a vysokou varianci (prolozeni bodii linedrnimi
splajny) a modelu s velkym zkreslenim a nizkou varianci (proloZeni primkami).

} velké zkresleni +

Hledame tedy model, ktery by mél nizkou varianci i zkresleni. Kombinovanim nékolika
slabych modelti miizeme sniZit ob¢ tyto slozky.

Jak na to? Vratme se k ptikladu na obrazku 4.3. Vytvoime nahodnym vybérem trénovaci
soubory, které obsahuji 2/3 vSech pozorovani. VSechny body z trénovaciho souboru proloZzime
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pomoci linedrnich splajni. Na obrdzku jsou opét zndzornény vysledky pro dva trénovaci
soubory. Tento postup opakujeme az do piedem stanoveného poctu trénovacich souboril (napft.
1000). Ziskali bychom tisic proloZzeni pomoci splajni. Nasledné dojde ke zprimérovani vysledka
predikce ze vSech slabych modeld, ¢imz ziskame celkovy vysledek (na obr. 4.3 jej predstavuje
sinusoida), ktery ma malé zkresleni i varianci.

Y

»
L

X
Obr. 4.3 Zprimeérovanim slabych modeli ziskame vysledny model.
Obecnéji:
M¢jme k-ty slaby model ve tvaru:
f.(x,L)=f(x,L,0®,), (4.6)

kde 6 je nadhodny vektor, na zékladé¢ které¢ho se vyberou pozorovani pro k-ty slaby model.
Vektory @ jsou nezavislé, se stejnym rozdelenim.

Jestlize N je celkovy pocet pozorovani trénovaciho souboru, kazdy @ vybere nahodné 2N/3
pozorovani. Hodnoty y(n), x(n) pro vybrané n, jsou odstranény z trénovaciho souboru.

Skupinovy model je roven:

F(x, L)=%Zf(x, L,®,), @)

k

kde K je celkovy pocet slabych model.

Rozhodovaci stromy jsou dobrymi kandidaty pro pouziti ve skupinovych modelech.
Neprotfezané stromy maji totiz vysokou piesnost pro trénovaci soubor (tedy nizky bias), ale
vysokou variabilitu (vysledky mezi testovacim a trénovacim souborem se lisi). Rozhodovaci
stromy, na které nejsou aplikovany metody pro hledani optimalni velikosti stromu, jsou tedy
podle vySe uvedené definice slabymi modely.
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Pfipomenime jest¢, Ze u rozhodovacich stromid jsme pro urceni jeho optimalni velikosti
museli rovnéz najit kompromis mezi varianci a zkreslenim (obr. 4.4).

velké zkresleni malé zkresleni
nizka variance vysoka variance
— ——

testovaci soubor

Predikéni chyba

trénovaci soubor

nizka Slozitost modelu vysoka

Obr. 4.4 Vyber optimalniho stromu pomoci testovaciho a trénovaciho souboru.

Oznaceni skupinové modely se obc¢as pouziva také pro kombinaci vysledkil z riznych
modell (napf. neuronovych siti, rozhodovacich stromi a regrese) na stejném souboru.
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5 Nahodné lesy pro klasifikaci a regresi

* looking inside the black box is necessary*
Leo Breiman

V minulé kapitole jsme si ukazali, ze kombinaci modelli mizeme ziskat model, ktery bude
obecnéjsi a presnéjsi nez jednotlivé modely. S myslenkou pouziti vice stromli pro zpiesnéni
Klasifikace a predikce ptiSel poprvé Breiman [18] a vytvoril tak les. Lesy jsou tedy nadstavbou
nad rozhodovacimi stromy. Mohou byt pouzity pro klasifikaci i regresi a odstranuji nékteré
problémy, které nastavaji pii pouziti stromi, zejména jejich nestabilitu.
informace jednotlivych stroml se ztrati v ramci celého lesa. Nékdy je tato metoda diky své
,neprihlednosti oznafovana jako Cerna skiinka (black box). Ztrata jednoduchosti vSak neni
divodem k nepochopeni pozadi metody.

Existuje n€kolik typt lest. Nejvice vyuzivanou metodou v biologii je Random Forest [19].
Je to zpusobeno zejména mnozstvim dalSich informaci mimo klasifikaci a predikci, které lze
z tohoto lesa ziskat.

5.1 Random Forest

Tato technika byla vyvinuta pro soubory obsahujici velké mnoZstvi prediktort a velmi dobie
funguje i na malych datovych souborech. Je hojné pouZivana piedevsim v riznych genomickych
a proteomickych studiich a pro riizné typologie druhovych spolecenstev. Random Forest je urcen
pro klasifikaci i regresi.

Nahodné lesy lze pouzit pro celou fadu problémi, kterym se budeme vénovat v nasledujicim
textu, jako jsou:
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Klasifikace/predikce;

méfeni vyznamnosti proménnych;
efekt proménnych na predikci;
shlukovani;

detekce odlehlych hodnot.

Nahodny les se sklada ze souboru stromd Tj,..., Ty, jejichZ klasifika¢ni nebo regresni funkce
lze vyjadtit jako h(X, ©;),...,h(X, ®Oy), kde h je funkce, X je prediktor a ®y,...,0 jsou nezavislé
stejné rozdélené nahodné vektory. Pro metodu Random Forests se pouZivaji binarni stromy typu
CART. Podobné¢ jako pii tvorbé jednotlivych stromi se i zde pouziva rozdéleni na testovaci a
tréenovaci soubor. Trénovaci soubory pro jednotlivé stromy T; jsou tzv. bootstrapové vybéry z
datového souboru L. Bootstrapové vybéry jsou ndhodnymi vybéry s opakovanim o velikosti n.
Tvorbu vybéru s opakovanim vybéru si lze jednoduse piedstavit jako losovani ¢isel. Mnozinou
vSech pozorovani by byla vSechna ¢isla, ze kterych se bude losovat. Pti losovani se nahodné
vytdhne urcity pocet ¢isel. Kazdé ¢islo je po jeho vylosovani vraceno zpét, miize tedy byt opét
vybrano. Pfedem stanoveny pocet vylosovanych ¢isel tvofi bootstrapovy vybér. Po losovani jsou
vdechna ¢isla vracena zpét a novy tah (novy vybér) zacina opét se vSemi Cisly. Takto lze pfi
kazdém tahu vybrat stejny pocet ¢isel, aniz by se nam snizovala velikost mnoziny ptivodnich
pozorovani. Timto zptsobem lze rozdélit i velmi malé soubory na velky pocet trénovacich a
testovacich soubori.

Bootstrapové vybéry ale maji jednu nevyhodu, jednotlivé vybéry nejsou nezavislé jako
naptiklad u krosvalidace, nebot’ do bootstrapového vybéru jsou néktera pozorovani vybrana
opakované a néktera naopak vubec. Pocéet pozorovani, kterd se do bootstrapového vybéru
nedostanou je priblizné 37%%° [18].

Pozorovani, ktera jsou v i-tém bootstrapovém vyb&ru L; se pouZiji pfi tvorbé stromu T;
(trénovaci soubor), naopak pozorovani, ktera se do toho vybéru nedostala (testovaci soubor) jsou
pouZzita k odhadu jeho chyby. Odhady chyby na testovacim souboru se nazyvaji oob (out-of-bag,
out of bootstrap sample) odhady. Celkovy pocet 00b pozorovani tvoii 1/3 datového souboru.

Pfi pouziti lest pro klasifikaci ziskame z kazdého stromu informaci o zafazeni kazdého

pozorovani do vysledné kategorie. Vysledek klasifikace lesa je dan vétSinovym hlasovanim
vSech stromtl.

~

Cy =vetsin0ve_h|asovani{CAi(x)}lN : (5.1)
kde éi (x) je vysledek klasifikace i-tého stromu.

Pokud je les pouZzit pro regresi, predikce kaZzdého pozorovani je jednoduSe prumérem ze
vSech stromtl.

e (x) =%(iﬂ(x)] (5.2)

Nahodny les zvySuje piesnost (SniZuje zkresleni) tim, Ze nechava nartst stromy hodné velké,
zaroven udrzuje snesitelnou varianci kombinovanim vysledki jednotlivych stromi (vétSinové
hlasovani/primérovani). Oproti ostatnim lesiim je zde vSak snaha zajistit také nizkou korelaci

0 poget opakovani mé pro jednotlivé pozorovani z L (pro n — o) Poissonovo rozdgleni se stiedni hodnotou 1.
Pravdépodobnost, Ze pozorovani nebude vybrano, je piiblizné e ' ~ 0.37.
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mezi jednotlivymi stromy. Pokud totiz tvoiime vybéry s opakovanim, které nejsou navzajem
nezavislé, budou vysledné stromy korelované. Tato ,,podobnost” jednotlivych stroml mize vést
k nadhodnocenym vysledkiim klasifikace ¢i predikce. Snizeni korelace mezi stromy se dosdhne
nahodnym vybérem pouze urcitého poctu prediktort. Pro kazdy strom se tak nejlepsi vétveni pro
dany uzel hled4 pouze z m prediktord Xj,..,Xm. N&hodny les tedy pouziva jak nahodny vybér
pozorovani, tak nahodny vybér prediktort.

Algoritmus tvorby lesa miZeme popsat nasledovné:

1. Vytvot bootstrapovy podsoubor L; o velikosti N - trénovaci soubor.

2. Vyber ndhodné m prediktort.

3. Vytvor strom T; na bootstrapovém souboru L; pouze s pouZitim m nahodné vybranych
prediktort (stejné jak bylo popsano v metodé CART, hledame nejlepsi rozdéleni daného
uzlu mezi prediktory na dva dcefiné uzly). Rust stromu se zastavi, az strom dosahne
minimalni hodnoty velikosti uzlu.

4. Zatad® oob pozorovani (testovaci soubor) vytvofenym stromem a uréi vyslednou
klasifika¢ni tfidu (kategorii) nebo predikci vSech oob pozorovani.

Krok 1-4 se opakuje do kone¢ného poétu stromt v lese.

5. Spocitej celkovy vysledek klasifikace/predikce celého lesa vétsinovym
hlasovanim/praimérovanim.

Pro algoritmus lesa je potfeba vybrat spravny pocet proménnych (m) pro ndhodny vybér a
pocet stromu (ntree) v lese. Uréeni téchto parametrt je do jisté miry experimentalni a vyzaduje
zkuSenosti. Klasickou cestou je provedeni fady experimentt sriznym nastavenim téchto
parametri k ziskani lesa, ktery ma nejmensi celkovou chybovost. Vzhledem k ¢asové naroénému
testovani (zvlasté jde-li o soubory obsahujici tisice zdznamt) je vhodné vybrat takovy pocet
stromd, ktery bude dostacujici pro optimalni klasifikaci. Na zacatku tedy nastavime pocet stromil
V lese na vyss§i hodnotu (napt. 20 nasobek poctu prediktori). PO urcitém cCase zacinaji stromy
konvergovat ke spravné hodnoté oob odhadu. Minimalni velikost lesa lze urcit jako pocet
stromd, kdy se chyba oob odhadu s ptibyvajicimi stromy jiz neméni.

DalS§im parametrem je pocet ndhodné vybranych prediktort p.

Pro ndhodné lesy je doporu¢eno nasledujici nastaveni:
e pro klasifikaci je hodnota m = \/E a minimalni velikost uzlu je jedna;
e pro regresi je hodnota m = p/3 a minimalni velikost koncového uzlu je pét.

VySe uvedené hodnoty slouZi jako defaultni nastaveni ve vétSiné softwart. V praxi vsak
uréeni poctu prediktorti zavisi na feSeném problému a parametr m je vhodny zvolit podle
vysledku testovani modelt s riznym nastavenim. Vybereme takové m, pii némz ma vysledny les
nejmensi chybovost. Vzhledem ktomu, Ze stromy nelze pfetrénovat, je pocet prediktort

5.1.1 Méieni vyznamnosti proménnych (importance)

Jak jiz bylo zminéno, nahodné lesy (i dalsi typy lesu) jsou vhodné pro tulohy, v nichZ je
velmi mnoho prediktort. Ne vSechny prediktory vSak nesou vyznamnou informaci (v realité
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tomu byva Casto naopak) a proto je pro interpretaci vysledkii velmi uziteéné zjistit, které
proménné jsou diilezité. K tomu slouzi méfeni vyznamnosti proménné.

Pomoci nahodnych lesi mizeme spocitat hned nékolik méfeni vyznamnosti. Nejcastéji se
pouZiva vyznamnost zaloZena na poklesu klasifikac¢ni piesnosti (misclassification rate), kdy jsou
hodnoty prediktoru nahodné permutovany. Vyznamnost lze také spocitat pomoci Gini indexu.

Vyznamnost zaloZzena na randomizaci

Procedura méfeni vyznamnosti zaloZzené na randomizaci se da popsat nasledovné: po
vytvofeni i-tého stromu pro i-ty bootstrapovy vybér jsou oob pozorovani zatazena stromem do
jednoho z terminélnich uzlt a je uréena piesnost jejich klasifikace/predikce (napt. procento
spravné klasifikovanych pozorovani). Nasledné jsou hodnoty m-tého prediktoru z oob vybéru
nahodné permutovany, a je opét pomoci piislusného stromu zjistén vysledek klasifikace/predikce
pro tato pozorovani. Na konci jsou srovnany vysledky pozorovani u m-tého prediktoru
zatizeného Sumem (randomizovaného) se spravnou klasifikaci téchto pozorovani. Pokles
Vv piesnosti predikce stromu, ktery nastane po randomizaci pozorovani, je zprimérovan pies
vSechny stromy a je pouzit jako méfeni vyznamnosti prediktorti. Timto zptisobem jsou zjistény
hodnoty MR (misclassification rate) pro kazdy prediktor, které uréuji jeho vyznamnost. Toto
meéfeni je Casto vyjadfeno jako procento a je standardizovano na maximalni hodnotu MR
nejvyznamnéj$iho prediktoru (nejvyznamnéjsi prediktor MR = 100%). Popsany proces se
opakuje pro vSechny prediktory. Myslenka celého postupu je jednoducha: pokud ,,zaména“
hodnot proménné nema zadny vliv na vysledek, pak tato proménna nema vyznam. Cim vétsi je
rozdil mezi ndhodou a skute¢nosti, tim vétsi je i vliv proménné. Randomizace ma obdobny
ucinek jako nastaveni koeficientd na nulu v linearni regresi (LR). Neméti se vSak efekt
proménné na predikci za jeji nepfitomnosti jako u LR. Pokud totiZz odstranime vybranou
proménnou pii tvorb& stromu v nahodném lese, mize byt pii predikci pouzita zastupnd nebo
kompetitivni proménna. Méfeni vyznamnosti nam vSak ukazuje predikéni silu dané proménné.
ProtoZe je korelace hodnot MR mezi jednotlivymi stromy pomérné nizka, lze spocitat rovnéz
smérodatnou odchylku (SE). Podélenim hodnot MR pro kaZzdé pozorovani jeho SE ziskame z-
skdre a za predpokladu normality miiZzeme zjistit statistickou vyznamnost.

Pro kazdé pozorovani mizeme navic spocitat lokalni vyznamnost m-tého prediktoru. Je
zjisténo procento spravné Kklasifikace n-tého pozorovani do spravné kategorie pies vSechny
stromy, kdy bylo v oob vybéru a hodnoty prediktoru X byly permutovany. Tato hodnota je
odectena od procenta spravné klasifikace pro oob pozorovani prediktoru bez randomizace.

Méfeni vyznamnosti zalozené na randomizaci proménnych se objevuje v rdznych
variantach.

Vyznamnost zaloZzend na Gini idexu

Pfi rozdé€leni uzlu na dva dcefiné uzly prediktorem, ke kterému je pouzit Gini index, dochazi
k poklesu tohoto indexu. Soucet poklesu v Gl (viz kriteridlni statistika kap. 2.1) v jednotlivych
stromech pro kazdy prediktor udava jeho vyznamnost.

Pojdme se jesté podivat na piipad, kdy hleddme optimalni sadu prediktorti. Naptiklad u
souboru pacientli chceme zjistit co nejmensi pocet nutnych vySetfeni k ur€eni diagnoézy, aby
nedochazelo ke zbyte¢né zatézi pacienta. Dostaneme vSak tuto informaci z vyznamnosti
proménnych? Pokud je proménna vyznamna, nemusi byt nutné pouzita pii tvorbé lesa. Stejné
jako u stroml mize jit o proménnou zastupnou (s podobnou informaci). Sada vyznamnych
proménnych nemusi byt pocet proménnych pouzitych (¢i nutnych) pro klasifikaci/predikci, je
vSak sadou maximalni. Nicmén¢ vétSinou jsou vSechny vyznamné proménné ve vysledném lese
obsazeny, protoze vybeérem riznych trénovacich soubort se nam lisi i vysledné stromy. Pokud
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jsou proménné korelované a je mezi nimi jen maly rozdil, budou se jejich role jako primarni a
zastupné proménné stiidat pro rizné trénovaci soubory. Ve vysledku vSak staci pouziti jedné
proménné, nebot’ odstranénim jeji zastupné se piesnost vysledki vyrazné nesnizi. Ke zjisténi
nejmensi mozné sady parametril pii zachovani celkové piesnosti lesa je tedy nutné testovat rtizné
kombinace proménnych. Muzeme tak rovnéz dojit k vice modelim o stejné piesnosti, ovsem
s jinou kombinaci proménnych.

V piipadé velkého poctu proménnych je les na zafatku spustén jednou se vSemi

proménnymi a potom ZnNOVU S pouZitim pouze vyznamnych proménnych, ¢imz se vyrazné Setii
Cas pti testovani optimalniho lesa.

Piiklad 1X: Kriminalistika

Studie riznych typl klasifikaci skla byla
motivovana vySetiovanim trestnych ¢ind. Sklo
Zmista ¢inu mize byt pouzito jako dikaz,
jestlize je ovSem spravné identifikovano.
Datovy soubor obsahuje 214 vzorkt Sesti druhi
rizného skla a devét prediktord — fyzikalné-
chemické parametry skla: index lomu (RI), Na,
Mg, Al, Si, K, Ca, Ba, Fe [20].

S5

TR R BT VAR LR Ay |
N1 RARANEXN

7T T

Zavisle proménna - typy skla
A - okenni sklo (z domu)1
B - okenni sklo (z domu)2
C - okenni sklo (z auta)l
D - obalové sklo

E - sklo z nadobi

F - reflektorové sklo

Nejprve otestujeme chybu lesa pro rizné pocty nahodné vybranych proménnych, nastavime
m = {1, 2, 3, 4}, a zaroven zjistime pocet stromu v lese dostacujici pro klasifikaci (ntree) (obr.
5.1). Celkova chybovost lesa pro klasifikaci skla byla stabilni jiz pro 100 stromt a dale se
neménila. Minimalni nastaveni hodnoty ntree je tedy 100. Protoze vSak les nemuzeme
pfetrénovat a Cas na vypocet pro takto maly datovy soubor je zanedbatelny, pouzijeme hodnotu
ntree = 500. Zvysime tak stabilitu vyznamnosti proménnych, protoze kazda proménna tak bude
mit vE&tsi Sanci byt vybrana vicekrat a ,,prokézat” svij vliv. Celkova chyba klasifikace byla

chybovost pro m = 2, 3 a 4 byla velmi podobna a pro vétsi pocet proménnych by dale zvolna
stoupala.
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Obr. 5.1 Vysledek klasifikace pro rizné hodnoty parametru m.

NiZe je vysledek z nahodného lesa s pouzitim 500 stromu a m = 3.
Podivejme se na klasifika¢ni chybu pro jednotlivé skupiny (tab. 5.1).

Tabulka 5.1 Procento klasifikace pro jednotlivé typy skla.

Presnost Pocet Typ

Klasifikace (%) vzorki  skla A B C D E F
64.3 70 A 45 7 16 0 1 T
59.2 76 B 8 45 9 7 5 1
76.5 17 C 4 0 13 0 0 0
92.3 13 D 0 0 0 12 0 1
89.7 29 F 1 0 0 2 0 26

Vysledky ukazuji, ze nejhiife se da identifikovat okenni sklo zdomu (A a B) 64,3 % a
59,2% , které je podle fyzikalné-chemickych vlastnosti podobné okennimu sklu z auta (C), kam
jsou vzorky ¢asto chybné klasifikovany. | v samotném typu okenniho skla z aut nastava prekryv.
Zadné z typa skla neni jednozna¢né vymezeno. Piestoze jsme schopni zafadit spravné viechny
vzorky ze skla z nadobi (E), stdle mohou byt nezndmé vzorky identifikovany (i kdyZ s malou
pravdépodobnosti) jako okenni sklo z domu (A i B). Ztoho pohledu je nejlépe definovana
kategorie F (reflektorové sklo), kterd ma vysoké procento spravné klasifikace a zaroven se do ni
ptili§ nezatazuji vzorky z jinych kategorii.

Presnost klasifikace celého lesa Ize jednoduSe spocitat jako procento spravné
klasifikovanych vzorkt. V naSem piipadé bylo spravné klasifikovano 177 vzorka skla a piesnost
klasifikace je 82,7%. Tento postup je vSak vhodny pouze v piipadé, kdy je pocet vzorki ve vSech
kategoriich stejny. Pfi nestejné velikosti kategorii musime dat vSem kategoriim stejnou vahu,
spoc¢itame tedy procento klasifikace pro kazdou kategorii zvlast a vysledkem bude pramér
z klasifikaci jednotlivych kategorii. V nasem ptipadé piiblizné 80,3%.

Nyni bude zajimavé zjistit, které proménné jsou pro klasifikaci dulezité (obr. 5.2).
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Obr. 5.2 Vyznamnost fyzikdalné chemickych parametri skla pro
Klasifikaci. Proménné jsou serazeny sestupné podle vyznamnosti.

Vyznamnost proménnych zalozenych na randomizaci a Gini indexu je velmi podobna. Mezi
nejvyznamnéj§i proménné patii mangan, hlinik a index lomu. Naopak nejméné vyznamnou
proménnou pro klasifikaci je zelezo.

5.1.2 Efekt proménnych na predikci

Pti pouziti lesa pro klasifikaci miizeme o prediktorech ziskat dal$i uzite¢né informace.
Mimo vyznamnosti proménnych by nds mohlo zajimat, pro kterou kategorii nebo kategorie je
vyznamna. Pro pfipady z oob vybéru zname Kategorii, do které bylo pozorovani zatazeno,
muzeme zjistit podil klasifikace pozorovani do jednotlivych kategorii neboli cpv (class
proportion vote). Uved'me jednoduchy piiklad pro ¢tyfi kategorie A, B, C, D kdy by bylo
pozorovani pii klasifikaci ze 100 stromi zatazeno 10 stromy do A, 50 do B a 40 do C. Hodnoty
cpv pro jednotlivé kategorie budou: cpva=0,1, cpvg = 0,5, cpvc = 0,4 a cpvp = 0.

Pro kazdou kategorii j a kazdou proménnou m spocitame pravdépodobnost zatazeni kazdéeho
vzorku do kategorie j, kdy je m-ta proménna X randomizovéna. Rozdil mezi cpvran pro
randomizovanou proménnou a promeénnou bez Sumu udava velikost zmény pravdépodobnosti
ZPcpv pro kazdou kategorii u vSech vzorki:

ZPcpy = CPV — CPVRan (5.3)

Myslenka je tedy stejna jako pii urceni vyznamnosti proménné.
Vyneseme-li hodnoty této zmény do grafu proti hodnotdm proménné, ziskdme graf efektu
proménné na predikci.
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Na obrdzku 5.3 je zobrazena nejméné vyznamna proménna (Fe) z naSeho kriminalistického
ptipadu.
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Obr. 5.3 Pokles v pravdépodobnosti kategorii po randomizaci proménné Fe [21].

Zelezo je vyznamné pouze pro odlideni reflektorového skla. Pokud jsou viak hodnoty Zeleza
velmi nizké, nejsme schopni rozlisit ani tuto kategorii, Zelezo tedy musi byt pfitomno ve vysSich
hodnotach. Mohli bychom se podivat, zda jsme reflektorové sklo schopni odlisit pomoci jiné
proménné. V takovém piipad¢ by Zelezo nebylo nutné pii identifikaci riznych typa skel.
Zaporné hodnoty indikuji, ze by klasifikace pfi odstranéni této proménné byla pro ostatni tfidy
piesnéjsi. Dodejme jesté, Ze zaporné hodnoty mohou nastat pouze tehdy, pokud je
pravdépodobnost vzorku pro danou kategorii u randomizované proménné vys$i, nez pfi
spravném potadi hodnot této proménné.

5.1.3 Tésnost (proximity)

Jak jiz bylo zminéno v Uvodu kapitoly, ndhodné lesy je mozné vyuzit rovnéZz jako techniku
pro ordina¢ni ¢i shlukové analyzy, k ¢emuz slouzi méfeni tésnosti. ProtoZe stromy se nechavaji
rast velké (obvykle je pocet pozorovani v koncovém uzlu 5 nebo dokonce 2) a nejsou zpétné
proiezavany, je ziejmé, ze si pozorovani ve stejném terminalnim uzlu budou velmi podobna. Po
vytvoreni vSech stromt v lese jsou pozorovani (trénovaci i testovaci) zafazena kazdym stromem.
Pokazdé, kdyz se pozorovani ocitnou ve stejném terminalnim uzlu, vzroste jejich tésnost 0 1. Pro
kaZzdy par pozorovani je tedy mozné spoéitat, kolikrat se vyskytl ve stejném terminalnim uzlu
pies vSechny stromy. Na konci se tyto hodnoty normalizuji pod€lenim celkovym poétem stromu.
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Napf. jestlize se pozorovani vyskytla spolu v termindlnim uzlu 80 x ze 100 stromt, je tésnost
rovna 0,8. Hodnoty tésnosti jsou v rozmezi 0 - 1. PficemZ 1 zna¢i maximalni té€snot (ve vSech
stromech byla pozorovani vzdy zatazena do stejného uzlu) a 0 minimalni (pozorovani se nikdy
nevyskytla ve stejném uzlu). Méfeni té€snosti mezi pozorovanimi n a K tak tvoii matici tésnosti
Morox ={prox(n, k)}. Velikost matice je NxN. Takto vytvofend matice je symetricka, pozitivné
definitni a nabyva hodnot mezi 0-1 s prvky na diagonale rovnymi jedné. Tuto matici podobnosti
(Mprox,) popiipadé vzdalenosti (1-Mprox) j€é moZné pouZzit v riznych shlukovacich a ordinaénich
metodach. Nejéastéjsi vyuziti je pro vypocet faktorovych os ve vicerozmérném skalovani, které
umoznuje projekci vzorka do prostoru s méné dimenzemi, pficemz zachovava vzdalenosti mezi
objekty. Tento postup muze byt velmi uzitecny pro vizualizaci vysledki klasifikace nebo
k hodnoceni piekryvu jednotlivych skupin [22][23].

5.1.4 Prototypy kategorii

Dalsim piikladem pouziti méteni tésnosti jsou prototypy kategorii. Pro kaZdou kategorii |
najdeme pozorovani, u néhoz je nejvétsi pocet pozorovani ztéZe kategorie mezi jeho
k nejbliz§imi sousedy, které jsou definovany na zakladé méfeni tésnosti. Mezi témito k-
pozorovanimi zjistime median a kvartily pro kazdy prediktor. Mediany jsou prototypy dané
kategorie a kvartily ndm davaji odhad jejich stability. Hodnoty jsou standardizovany (ode¢tenim
5. percentilu a podélenim rozsahem mezi 5. a 95. percentilem). Pro kategoridlni proménné je
prototypem kategorie s nejvétsi frekvenci. Druhy prototyp muzeme ziskat zopakovanim této
procedury, ale jiz bez pozorovani, kterd byla obsaZena v prvnim prototypu.

K urceni prototypti miizeme misto méteni tésnosti pouzit také pravdépodobnost zafazeni do
spravné kategorie. Zvolime si hodnotu této pravdépodobnosti naptiklad vétsi nez 0,5 (pozorovani
bylo s vice nez 50% zatazeno spravné) nebo 1 (pozorovani bylo vSemi stromy klasifikovano do
spravné kategorie). Z pozorovani, kterd maji pravdépodobnost zafazeni do spravné kategorie
vétsi nez zadana hodnota, mizeme opét spocitat median a kvartily (v piipadé spojitého
prediktoru) nebo procentudlni zastoupeni (pro kategorialni prediktor). Prototypy tak udavaji
celkovou predstavu o tom, jaky vztah maji prediktory ke klasifikaci a tvoii ,jadro* dané
kategorie.

Hodnoty prototypu fyzikalné-chemickych parametru skla z piikladu IX jsou zobrazeny na
obrazku 5.4.

70



1.07

0.87
k- AMed
—e— B/Med
06t --®&-- C/Med
------ #+-—  D/Med
—4&— E/Med
-~ F/Med

0.471

standardizované hodnoty

0.271

5w
“ o0

0.0—¢
o
S

K
NA
BA
CA
AL

RI

Obr. 5.4 Prototypy parametrii riznych druhii skla. Napriklad nejvyznamnéjsi proménnd
mangan rozdéluje kategorie na dvé skupiny. VysSich hodnot nabyvéa pro kategorie A,B,C a
nizsich hodnot pro D,E,F.

5.1.5 Prekryv kategorii

K uréeni ptekryvu jednotlivych kategorii miizeme pouzit zobrazeni mapy tésnosti (proximity
heat map). K tomu vyuzijeme matici té€snosti. Intenzita barev v mapé je dana vzrustajici mirou
tésnosti jednotlivych vzorkl. Stejné Ize pouzit k vytvoreni mapy i matici pravdépodobnosti
(probality heat map).

Nasledujici ptiklad je ukazkou pouziti ndhodného lesa pro maly datovy soubor a vétsi pocet
prediktori.

~IN 7

Ptiklad X: Vybér indikac¢nich taxonit makrozoobentosu pro fi¢ni habitaty

Kategorialni zavisle proménna obsahuje 58 pozorovani rozdélenych do 4 typt habitati
definovanych na zakladé polohy odbérovych mist v rdamci koryta toku a lokalnich hydraulickych
podminek. Jednalo se o pefeje (CH_RNRF), piibiezni tisiny (M_POOL), tin¢ (CH_POOL) a
bo¢ni ramena (S_POOL). Prediktory jsou abundance 87 taxoni makrozoobentosu, zjisténych v
téchto vzorcich. Cilem studie bylo stanovit preference taxont k abioticky definovanym fi¢nim
habitattim a schopnost taxonii odlisit mezi jednotlivymi typy habitatd [24].

Z vysledktt Random Forest bylo zjisténo procento spravné zafazenych pozorovani OA pro
jednotlivé habitaty (tab. 5.2).
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Tabulka 5.2 Procento klasifikace pro rizné habitaty.

Typ habitatu Potet | oA (%) |CH-POOL CH-RNRF M-POOL S-POOL
pozorovani

CH-POOL 17 53 9 6 2 0

CH-RNRF 16 87 2 14 0 0

M-POOL 15 54 2 0 8 5

S-POOL 10 90 0 0 1 9

Celkem 58 69 13 20 11 14

Nejlépe definované habitaty z hlediska taxonu byly pefeje (OA = 87%) a bo¢ni ramena (OA
= 90%). Naopak tiiné¢ (OA = 53%) a ptibfezni tiSiny (OA = 54%) byly odlisitelné htte, vzhledem
K jejich ptekryvu s ostatnimi habitaty.

Piekryv habitati je dobte viditelny z PHM (proximity heat map) zaloZené na matici té€snosti
(obr. 5.5).

S-POOL M-POOL CH-RNRF CH-POOL

100d-S 100d-W 44Nd-HO 100d-HD

Obr. 5.5 PHM zndzornuje klasifikaci a prekryv pozorovani
v habitatech. Pozorovani v matici tésnosti jsou serazena
podle prislusnosti k danym habitatiim tak, ze nejvice podobna
pozorovani lezi na diagondle. Pozorovanim jsou prirezena
odstiny Sedi podle hodnoty tésnosti (¢im intenzivnéjsi odstin,
tim vy3Si hodnota).

Kurceni vyznamnosti taxonll bylo pouzito méfeni vyznamnosti zalozené na randomizaci.

Pomoci klasifika¢niho lesa bylo vybrano 50 vyznamnych indika¢nich taxoni. Pro kazdy taxon
byla zjiSténa mira preference ke kazdému typu habitatu pomoci prototypu (obr. 5.6).
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Tabulka 5.3 Hodnoty preferenci taxonii pro jednotlivé habitaty jsou medidny abundanci z nejvice

pravdépodobnych pozorovani pro dany habitat (prototypy). Max. habitat — habitat s nejvy3si hodnotou
abundance; uvedena vyznamnost je zaloZzena na randomizaci hodnot abundanci taxonii.

Preference taxont

2 hvd +—

5| 2 g

- (@ c LL - o)

Taxon 8 2 £ & S o) a 8

a3 N~ = & g Q %

‘é, 2 5 5 s' » =
Microtendipes pedellus-Gr. 47 100,00 0,11 0,78 0,19 0,00 [CH_POOL
Conchapelopia spp. 52 95,82 0,46 0,62 0,26 0,00 [CH_POOL
Synorthocladius semivirens 44 92,65 0,59 0,48 0,07 0,00 [CH_RNRF
Hydropsyche spp. 64 86,47 0,91 0,44 0,00 0,00 [CH_RNRF
Orthocladius rubicundus 41 71,26 0,33 0,52 0,00 0,00 |CH_POOL
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Cryptochironomus sp.
Limnodrilus sp.
Telopelopia sp.
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5.1.6 Detekce odlehlych hodnot

Pomoci méfeni tésnosti mizeme rovnéZ definovat odlehld pozorovéani. Za odlehlé pozorovani
je povazovano takové, které mé nejmensi tésnost k ostatnim pozorovanim ve své klasifika¢ni
kategorii, je tedy definovano pouze pro kategorii, do které patfi.

Definujme prumérnou tésnost pozorovani n od vSech pozorovani k ve stejné kategorii j jako:

P(n)= > prox*(nk) (5.4)

c(k)=j

Mira odlehlosti pro pozorovani n je definovana jako:
out(n) =N, /P(n), (5.5)

kde Nj je pocet pozorovani v kategorii j. Hodnota out(n) bude velka, jestlize primérna té€snost n k
dal§im pozorovanim k ve stejné kategorii bude mala. Pro vSechna pozorovani v dané kategorii
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spoc¢itame median ze v3ech out(n;) a jejich absolutni odchylku od medianu. Ode¢tenim medianu
od hodnoty out(n) a podélenim jeji absolutni odchylkou ziskame finalni méfeni odlehlosti
pozorovani n.

Hodnoty out(n) < 0 jsou pievedeny na nulu. Pokud je out(n) > 10, pozorovani je
povazovano za odlehlé.

Vratime-li se zpatky k naSemu kriminalistickému piikladu IX, zjistime, ze pouze téi méfeni
jsou podle pravidla out(n) > 10 odlehlé a to v kategorii A, E a F (obr. 5.7). Vétsi mnozstvi
vzorkd, které maji malou té€snost k ostatnim vzorkam v Kategorii, je ptitomno ve skupiné A a B,
coz jsou kategorie, které byly nejhtie klasifikovany. V téchto kategoriich je velky rozptyl hodnot
V jejich prototypech.

30 - 2
25t

20

151

Mérfeni odlehlosti

107

Id vzorku

Obr. 5.7 Detekce odlehlych hodnot pro jednotlivé typy skla.

5.1.7 Chybéjici hodnoty

Pouzitim nahodnych lesti pro klasifikaci mizeme doplnit chybé&jici hodnoty. Jsou dvé

mozZnosti, jak les tuto ndhradu provadi. Prvni, jednodussi, rychlejsi, ale méné ptesna cesta je
nahrazeni chybéjici hodnoty X, medianem hodnot m-té proménné v kategorii j zavisle proménné.
Pokud je proménna kategorialni, je k doplnéni pouZita hodnota kategorie s nejvyssi frekvenci
opét pouze v piislusné kategorii zavisle proménné.
Druhou moznosti je vyuziti méfeni tésnosti. Tato varianta je pomérné pfesnd a vhodna pro
datové soubory, které obsahuji velké mnozstvi chybéjicich hodnot, nicméné miize znacné zvysit
vypocetni Cas, protoze jde o iterativni proces. Chyb&jici hodnota X; m-té proménné X je
nahrazena vazenym primérem pozorovani Xg, jejichZz hodnoty byly vyplnéné. Jako vaha je
pouzito méteni tésnosti prox(xi,xx). U Kategorialni proménné je chybéjici hodnota nahrazena
nejvice frekventovanou hodnotou, kterd je opét vdzena tésnosti. Nahrazené hodnoty jsou pouzity
v dalsi iteraci lesa a jsou spocitany nové tésnosti. Tento proces se zastavi, pokud jiz nedochazi
k Zddnému zlepSeni, nebo napt. po péti iteracich (pocet iteraci je rovnéz mozné zvolit).
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Piiklad XI: Random Forest - Moisti krabi
Ukazkovy priklad ke cvic¢eni v programu R.

Datovy soubor obsahuje 200
métfeni a 8 prediktortt popisujicich 5
morfologickych méfeni 200 krabt
(Leptograpsus variegatus) rozdélenych
do dvou barevnych variant. Kazda
varianta je rovnomérné zastoupena
obéma pohlavimi. Zajima nés, zda je mozné kraby pomoci morfologickych méfeni rozlisit.
Mg¢teni prob€hlo na krabech nasbiranych v pfistavnim mésté Fremantle v zdpadni Australii [25]
[26].

Popis prediktorti:

sp - druh s kategoriemi B nebo O pro modrou a oranZovou variantu
sex - pohlavi kddované jako M a F

index - index 1:50 - id pozorovani uvniti ¢tyfech skupin sp x sex
FL - frontal lobe size (mm) - velikost ¢elniho laloku

RW- rear width (mm) - Sifka zadni ¢asti (zadecku)

CL - carapace length (mm) - délka krunyie

CW - carapace width (mm) - sitka krunyie

BD - body depth (mm) - vy3ka trupu

Nejdiive nateme knihovnu MASS, kterd obsahuje vySe popsany datovy soubor se jménem
crabs:

> library(MASS)
> data(crabs)

Zobrazime si zakladni popisnou statistiku souboru:

> crabs
sp sex index FL Rw CL Cw BD

1 B M 1 8.1 6.7 16.1 19.0 7.0

2 B M 2 8.8 7.7 18.1 20.8 7.4

3 B M 3 9.2 7.8 19.0 22.4 7.7

4 B M 4 9.6 7.9 20.1 23.1 8.2

5 B M 5 9.8 8.0 20.3 23.0 8.2

6 B M 6 10.8 9.0 23.0 26.5 9.8

7 B M 7 11.1 9.9 23.8 27.1 9.8

8 B M 8 11.6 9.1 24.5 28.4 10.4

9 B M 9 11.8 9.6 24.2 27.8 9.7

10 B M 10 11.8 10.5 25.2 29.3 10.3

> summary(crabs)

sp sex index FL RW CL

B:100 F:-100 Min. 1.0 Min. :7.20 Min. - 6.50 Min. :14.70

0:100 M:100 1st Qu.:13.0 1st Qu.:12.90 1st Qu.:11.00 1st Qu.:27.27
Median :25.5 Median :15.55 Median :12.80 Median :32.10
Mean :25.5 Mean :15.58 Mean 12.74 Mean :32.11
3rd Qu.:38.0 3rd Qu.:18.05 3rd Qu.:14.30 3rd Qu.:37.23
Max . :50.0 Max . :23.10 Max . :20.20 Max . :47.60

76



Ccw BD
Min. :17.10 Min. - 6.10
1st Qu.:31.50 1st Qu.:11.40
Median :36.80 Median :13.90
Mean :36.41 Mean :14.03
3rd Qu.:42.00 3rd Qu.:16.60
Max . :54._.60 Max . :21.60

Nacteme knihovnu pro tvorbu nahodného lesa randomForest:

> library(randomForest)

V nahodném lese je mozno nastavit hodnoty parametrt, které specifikuji vysledny les a jeho
vystupy. Defaultni nastaveni hodnot je nasledujici:

randomForest(x, y=NULL,

xtest=NULL, ytest=NULL, /testovaci soubor neni pfedem zadan;

ntree=500, /pocet stromil v lese;

mtry=if (Mis.null(y) && lis._factor(y))max(floor(ncol(x)/3), 1) else
floor(sqgrt(ncol (x))), /pocet ndhodné vybranych proménnych; defaultni hodnoty jsou ﬁ
pro klasifikaci a p/3 pro regresi, kde p je pocet prediktord;

replace=TRUE /po0zorovani muze byt vybrano vicekrat (pfi procesu rozdéleni na oob
vzorky);

classwt=NULL /vaha jednotlivych kategorii zavisle proménné, defaultné maji vSechny

stejnou vahu;
strata, sampsize = if (replace) nrow(x) else ceiling(.632*nrow(x)),

/parametry pro stratifikovany vybeér;

nodesize = if (Tis.null(y) && lis.factor(y)) 5 else 1, /minimalni pocet
vzorkll v terminalnim uzlu, defaultné 1 pro klasifikaci a 5 pro regresi,

maxnodes = NULL, /maximalni poc¢et terminalnich uzli stromu;

importance=FALSE, /vypocet vyznamnosti proménnych;

local Imp=FALSE, /vyznamnost kaZzdého pozorovani;

nPerm=1, /pocet iteraci, kdy jsou oob pozorovani permutovany pro vypocet importance
proménnych, zatim pouze pro regresi,

proximity, /vypocet matice tésnosti;

oob . prox=proximity, /matice tésnosti pouze pro 00b pozorovani;

norm.votes=TRUE, /vysledné hlasovani je vyjadifeno jako podil, jinak ptimo pocet;

do.trace=FALSE, /zobrazi vystupy procesu hledani;

keep.forest=lis.null(y) && is.null(xtest), corr.bias=FALSE,
keep.inbag=FALSE, ...) /FALSE - vysledek lesa nebude uloZen ve finalnim vystupu.

Nyni vytvofime vlastni nahodny les. Zaéneme rozlisenim dvou barevnych variant krabi bez
ohledu na pohlavi:

> set.seed(12)
> les_krabi <- randomForest(sp ~ FL+RW+CL+CW+BD, data=crabs,

importance=TRUE, proximity=TRUE)

Pfed kazdym spusténim lesa je vhodné zadat jiné nahodné ¢islo set.seed, aby byla zajisténa
vétsi ,,nahodnost” algoritmu. V lese potfebujeme vybrat nahodné oob vzorky i pocet prediktort a
algoritmus musi odnékud zacit.

Do proménné les_krabi uloZzime vysledek nahodného lesa, ktery spustime pomoci funkce
randomForest, specifikujeme zavisle proménnou sp a prediktory z datového souboru crabs,
zadame vypocet vyznamnosti (importance) proménnych a matici t€snosti (proximity). Zobrazime
vysledek vypoctu:
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> print(les_krabi)

Call:
randomForest(formula = sp ~ FL + RW + CL + CW + BD, data = crabs,
importance = TRUE, proximity = TRUE)
Type of random forest: classification
Number of trees: 500
No. of variables tried at each split: 2

OOB estimate of error rate: 10.5%
Confusion matrix:
B O class.error
B 90 10 0.11
0 10 90 0.11

Les obsahuje 500 stroml a pocet proménnych 2, celkova chyba lesa je 11%, krabi B 1 O
maji stejné procento spravné zaklasifikovanych vzorkt 89%. Podivejme se nyni na zavislost
poctl stromt v lese na celkové chybé lesa. Zobrazime vysledek pro prvnich 150 stromt:

> set.seed(52)

> les_krabi <- randomForest(sp ~ FL+RW+CL+CW+BD, data=crabs, ntree=150)
> plot(les_krabi, cex.axis=1.5, cex.lab=1.5, Iwd=2, col="black")

les_krabi

0.15 0.20

Error

0.10

|
" ,'\ I'\ hifip
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trees

Vysledek klasifikacni chyby je stabilni jiz pro pomérné nizky pocet stromu (pfiblizné¢ od 70
stromil). Dostac¢uji hodnota ntree = 100.

Dalsi zajimavou informaci je velikost vyslednych stromii, kterou miizeme orienta¢né zjistit
Z histogramu poctu termindlnich uzli. Primérna velikost stromt se pohybuje kolem 25 uzli.
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> hist(treesize(les _krabi))

Histogram of treesize(les_krabi)
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treesize(les_krabi)

Pomoci funkce getTree si muZzeme zobrazit i vybrany strom. V tomto pfipadé vybereme
dvacaty. Vystup bude v textové podobé. Vzhledem k velké velikosti stromii vSak byva ¢asto
nepiehledny.

> getTree(randomForest(sp ~ FL+RW+CL+CW+BD, data=crabs, ntree=100), 20,
labelVar=TRUE)

vvvvvv

proménnych (prediktortl), na zakladé¢ kterych se budou jednotlivé stromy délit. Zde je tento
parametr oznaéen jako mtry. Defaultni hodnoty parametru mtry jsou ﬁ pro klasifikaci a p/3

pro regresi, kde p je pocet prediktort. Nastavitelnym parametrem je improve. Aby probihalo
dalSi vyhledavani optimalniho poctu prediktort, musi byt zlepSeni oob chyby vétsi nez jeho
stanovend hodnota. Parametr trace zobrazi vystupy procesu hledani. Ponékud zaludny je
parametr stepFactor, ktery uréuje, 0 kolik se bude parametr mtry zvySovat (nebo snizovat) pii
testovani jeho vlivu na vyslednou klasifikaci.

> set.seed(126)
> mtryles <- tuneRF(crabs[,4:8], crabs[,1], stepFactor=1.5, improve=0.05,
ntree=100, mtry=4, trace=TRUE, plot=TRUE)

mtry = 4 00B error = 10%
Searching left ...

mtry = 3 OOB error = 9%
0.1 0.05
mery = 2 OOB error = 10%

-0.1111111 0.05

Searching right ...

mtry = 5 OOB error
-0.1666667 0.05

10.5%
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Rozdily v pouziti rizné hodnoty mtry jsou velmi malé. Pokud zaéneme vzdy od rtzného
nahodného ¢isla, vysledky se mohou liit i pfi stejném nastaveni parametri funkce. Pfi mensi
hodnoté mtry jsou stromy mén¢ korelované, miizeme tedy zvolit mezi hodnotou 2 a 3.

Nyni jiz mtizeme spustit les s optimalnim nastavenim hodnot parametra:

> set.seed(10)

> randomForest(formula = sp ~ FL + RW + CL + CW + BD, data = crabs,
importance = TRUE, proximity = TRUE, ntree = 100, mtry =3)
Call:

randomForest(formula = sp ~ FL + RW + CL + CW + BD, data = crabs,

importance = TRUE, proximity = TRUE, ntree = 100, mtry = 3)
Type of random forest: classification
Number of trees: 100
No. of variables tried at each split: 3

OOB estimate of error rate: 10.5%
Confusion matrix:
B O class.error
B 89 11 0.11
0 10 90 0.10

V tomto ptipadé se vysledek klasifikace téméf nezménil od pivodniho nastaveni hodnot.
Procento spravné klasifikovanych oob vzorka pti velikosti lesa 100 stromt a tfech nahodné
vybranych prediktorech je 89.5%.

Poté, co jsme nastavili optimalni hodnoty pro tvorbu lesa, miizeme pouzit dal$i funkce, které
jsou dulezité zejména pro interpretaci naSich vysledkli. Vime, ze dvé varianty krabl jsme
schopni klasifikovat s vysokou ptesnosti. Bylo by zajimavé se podivat, které proménné jsou pro

determinaci nejdilezitéj$i. Hodnoty vyznamnosti proménnych zjistime pomoci funkce
importance a v grafické podob¢ je zobrazime funkci varimpPlot. U funkce importance mizeme
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zvolit vyznamnost zaloZenou na Gini indexu (type = 2) nebo na poklesu klasifika¢ni chyby pfi

randomizaci proménné (type = 1).

> importance(les_krabi, type=2)
> varlmpPlot(les_krabi)

MeanDecreaseGini
FL 27 .551568 FL
RW 9.932005 RW
CL 15.852326 CL
CW 22.109231 Ccw
BD 24 .036957 BD
FL
BD ©
CW S
CL o
RW [©

0.6 08 1.0 1.2
MeanDecreas

MeanDecreaseAccuracy

2.408711
1.360970
1.963287
2.283460
2.363172
FL o
BD o
cw o
cL o
RW| ©

0 5 15 25
MeanDecreas

Nejdulezitéjsimi proménnymi pro odliSeni modré a oranzové varianty kraba jsou vyska
¢elniho laloku (FL), sifka trupu (BD) a Sifka krunyie (CW). Zobrazime, kolikrat byly jednotlivé
proménné pouzité ve stromech pfi tvorbé lesa:

> set.seed(2)

> varUsed(randomForest(sp ~ FL + RW + CL + CW + BD, data=crabs, ntree=100,

mtry =3, by.tree=TRUE, count=TRUE))

[1] 455 214 311 543 432

Nejvyssi frekvenci vybéru maji tfi nejvyznamnéjsi proménné.

Z ptedeslych vysledkl jsme ziskali ptedstavu o dilezitosti proménnych, ted’ zbyva zjistit
jejich chovani v kategoriich. K tomu poslouzi funkce partialPlot, ktera zobrazi graf efektu
proménné na pravdépodobnost kategorie. Do funkce zaddme vysledny les, proménnou a
kategorii (pomoci parametru which.class), pro kterou chceme znazornit pribéh proménné.

> set.seed(123)
> par(mfrow=c(3,2))

> partialPlot(les_krabi, crabs, FL, which.class="B", cex.axis=1.2,

cex.lab=1.2, lwd=2)

> partialPlot(les_krabi, crabs, FL, which.class=

cex.lab=1.2,
...atd.

lwd=2)

0", cex.axis=1.2,
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Vysledné hodnoty jsou zobrazeny pro modrou variantu kraba (B) vlevo, pro oranZovou
variantu (O) vpravo. Na ose Yy jsou znazornény zmény pravdépodobnosti, na ose X hodnoty
proménné. Znazornéné promeénné FL (velikost ¢elniho laloku) a RW (Sitka zadecku) maji vyssi
hodnoty pro oranZzovou variantu. Pokud bychom wvykreslili grafy i1 ostatnich proménnych,
zjistime, Ze vSechny maji podobny prubéh, budou tedy korelované a navzajem zastupné. Pro
klasifikaci by sta¢ilo pouziti proménne, kterda ma nejvys$si vyznamnost. Dvé varianty kraba
bychom tedy méli byt schopni dobie odlisit i na zaklad¢ pouze jedné proménné a to bud’
velikosti Celniho laloku, vySce trupu nebo Sifce krunyie (v sestupném potadi podle jejich
vyznamnosti). Pokud je velikost ¢elniho laloku mensi nez 15 mm, jednd se 0 modrou variantu,
hodnoty piiblizné od 17 mm vySe o variantu oranZzovou. NiZ8i hodnoty ve zméné
pravdépodobnosti nastavaji u proménné RW (Sitka zadecku) a také CL (délka krunyfe), coz
vysvétluje jejich malou vyznamnost.

Podobnou informaci mizeme ziskat z prototypti kategorii zaloZzenych na matici tésnosti
pomoci funkce classCenter. Ziskame tak odhad hodnot proménnych, které jsou charakteristické
pro danou barevnou variantu. Prototyp je medoid" zjeho nejbliziich sousedi
(z ,reprezentativnich® pozorovani) z ptislusné kategorie. MiZzeme porovnat hodnoty prototypt
pro ob¢ varianty.

> set.seed(22)

> les_krabi <- randomForest(sp ~ FL+RW+CL+CW+BD, data=crabs, mtry=3,
ntree=150, importance=TRUE, prox=TRUE)

> krabi_prototyp <- classCenter(crabs[,4:8], crabs[,1], les_krabi$prox)
> krabi_prototyp

FL RwW CL Cw BD
4.1 11.85 30.05 34.8 12.3
8.6 14.60 37.80 42.0 17.2

B

B
0

! Obecngji medoid charakterizuje stied shluku objektil, pfi¢emz jeho primérma vzdalenost k ostatnim
objektam v tomto shluku je minimalni.
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Zde se nadm potvrdily nase zavéry z predeSlych grafii efektu proménnych na predikei.
Prototypy jsou u vSech proménnych vysSi pro oranzovou variantu kraba. Samoziejmé
jednoduchym vypoctem medianti nebo priméra bychom dosli ke stejnému zavéru. Zde jsou vSak
tyto hodnoty spocitany z nejpodobnéjSich vzorki a informace o charakteristické hodnoté
proménné je vice jednoznacnd. Jinymi slovy, krab s hodnotami prototypii pro modrou variantu
bude opravdu modry.

Zobrazime jesté vztah dvou nejvyznamnéjSich proménnych a jejich prototypti:

> plot(crabs[,4], crabs[,7], pch=21, xlab=names(crabs)[4],
ylab=names(crabs)[7],cex.axis=1.5, cex=1.5, cex.lab=1.5, bg=c('red",
"blue") [as.numeric (factor (crabs$sp)) ], main="Prototypy dvou variant krabua")
> points(krabi_prototyp[,1], krabi_prototyp[,4], pch=21, cex=3, bg=c('red",
"blue'))

Prototypy dvou variant krabt
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Proménné velikost ¢elniho laloku a Sitka krunyte jsou vysoce korelované. Rozd¢€leni na dvé
varianty je vSak patrné.

Kromé vypoctu prototypti pouzijeme matici t€snosti Ve spojeni s vicerozmérnymi metodami,
konkrétné ve Vicerozmérném skalovani (MDS). Nastavime funkci pro grafické znazornéni prvni
a druhé faktorové osy MDSplot s argumenty naSeho optimalniho lesa a zavisle proménné pro
definici kategorii.

> MDSplot(les_krabi, crabs$sp, palette=rep(l,2), pch=as.numeric(crabs$sp),
cex.axis=1.5, cex=1.5, cex.lab=1.5)
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Vzorky z obou kategorii se ¢aste¢né piekryvaji (zejména v pravém hornim rohu). Bylo by
zajimave zjistit, zda by rozdéleni barevné varianty podle pohlavi mohlo odlisit tyto vzorky.

Podivame se, jak se 1i8i samicky a samecci nezavisle na barevné varianté.

> set.seed(51)

> les_krabi4 <- randomForest(sex ~ FL+RW+CL+CW+BD, data=crabs, mtry=3,
ntree=100, importance=TRUE, prox=TRUE)

> les_krabi4

Call:
randomForest(formula = sex ~ FL + RW + CL + CW + BD, data = crabs,
mtry = 3, ntree = 100, importance = TRUE, prox = TRUE)
Type of random forest: classification
Number of trees: 100
No. of variables tried at each split: 3

OOB estimate of error rate: 10%
Confusion matrix:
F M class.error
F 89 11 0.11
M 9 91 0.09

Vidime, ze rozliSeni krabi podle pohlavi je stejné tispé$né jako podle barevné varianty.

> importance(les_krabi4, type=2) /typla?2

MeanDecreaseGini MeanDecreaseAccuracy
FL 7.958217 FL 0.7952684
RW 47.836443 RW 1.3953118
CL 20.190412 CL 1.2057500
Ccw 11.942759 CW 0.9773177
BD 11.470370 BD 1.0503910

Nejvyznamngj$i proménnou pro odliSeni pohlavi krabl je Sitka zadecku (RW) (tato
proménna byla pro klasifikaci do dvou barevnych variant bez odlieni pohlavi nevyznamna),
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vzrostl také vliv proménné délky krunyte (CL). Parametry se tak informacné dopliuji, maji vliv
bud’ na ur¢eni barevné varianty, nebo na pohlavi.

> krabi_prototypl <- classCenter(crabs[,4:8], crabs[,2], les_krabi4$prox)
> krabi_prototypl

FL Rw CcL Cw BD
M 15.00 11.50 31.40 34.20 13.6
F 16.55 14.35 33.95 38.85 14.7

Analyzou prototypii jednoduSe zjistime, Ze samicky jsou ve vSech ohledech vétsi nez
samecci. Rozdily vSak vzhledem k rozsahu proménnych nejsou nijak velké.

Logickym pokracovéanim je nyni rozdéleni souboru na Ctyfi kategorie: kombinace pohlavi a
barevné varianty.

> set.seed(321)

> les_krabil <- randomForest(TX$spsex ~ FL+RW+CL+CW+BD, data=crabs,
mtry=3, ntree=150, importance=TRUE, prox=TRUE)

> les_krabil

Call:
randomForest(formula = TX$spsex ~ FL + RW + CL + CW + BD, data = crabs,
mtry = 3, ntree = 150, importance = TRUE, prox = TRUE)
Type of random forest: classification
Number of trees: 150
No. of variables tried at each split: 3

OOB estimate of error rate: 18.5%
Confusion matrix:
BF BM OF OM class.error

BF 43 2 4 1 0.14
BM 242 0 6 0.16
OF 4 041 5 0.18
oM 2 7 4 37 0.26

Klasifikace do Ctyi skupin podle varianty a pohlavi dopadla hiife, nez klasifikace pouze do
dvou kategorii. O néco vétsi piekryv nastava mezi samic¢kami z obou barevnych variant.
Hodnoty prototypti proménnych rovnéz potvrzuji hypotézu podobnosti samic¢ek obou variant,
mezi samecky je vétsi rozdil zejména v Sifce zadecku (RW) a délce krunyte (CL).

> krabi_prototypl

FL RwW CL Cw BD
BM 14.6 11.3 31.4 36.4 13.2
BF 14.9 13.2 30.1 35.6 13.0
OM 18.8 13.7 39.1 43.2 17.8
OF 19.1 16.3 37.9 42.8 17.2
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> varlmpPlot(les_krabil, cex =1.4)
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zadeCku a Sitka krunyfe. Opét bychom mohli Zkoumat efekt proménnych na klasifikaci a
prototypy jednotlivych kategorii. Pro ostatni klasifikace je rovnéZz nutné znovu otestovat
parametry ntree a mtry.
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Vratme se zpatky k prvnim dvéma osam z vicerozmérného skalovani. Z grafu jsou patrné
dv¢ odlisné skupiny, jsou to sami¢ky modré (+) a samecci oranzové (X) varianty. Tento vysledek
neni piekvapivy, protoze hodnoty prototypli ukdzaly nejvétsi rozdil prav€é mezi témito
skupinami.

Nyni se podivame, jak lze doplnit chybéjici hodnoty pomoci nahodného lesa. K tomu je
ur¢ena funkce rflmpute. ProtoZe nas datovy soubor Zadné prazdné hodnoty neobsahuje, musime
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nejdiive néjaké vytvofit. Dvacet vzorka z celkového souboru obsahujiciho 200 pozorovani
nahradime hodnotou NA.

> krabi_chybi <- crabs

> set.seed(111)

> for (i in 4:8) krabi_chybi[sample(200, sample(20)), i] <- NA
> krabi_chybi

sp sex index FL Rw CL Cw BD
1 B M 1 8.1 NA 16.1 19.0 7.0
2 B M 2 8.8 7.7 18.1 20.8 7.4
3 B M 3 9.2 7.819.022.4 7.7
4 B M 4 9.6 7.9 20.1 23.1 8.2
5 B M 5 9.8 8.0 20.3 23.0 8.2
6 B M 6 10.8 9.0 23.0 26.5 9.8
7 B M 7 11.1 NA 23.8 27.1 9.8
8 B M 8 11.6 9.1 24.5 28.4 10.4
9 B M 9 11.8 9.6 24.2 27.8 9.7
10 B M 10 11.8 10.5 25.2 29.3 NA
11 B M 11 12.2 10.8 27.3 31.6 10.9
12 B M 12 NA 11.0 26.8 31.5 11.4

Defaultni nastaveni funkce rflmpute je pro pét iteraci a 300 stromi. Nyni doplnime chybéjici
hodnoty na zédklad€ méfeni proximity:

> krabi_dopln <- rflmpute(sp ~ FL+RW+CL+CW+BD, data=krabi_chybi, iter=5,

ntree=300)

ntree 00B 1 2
300: 15.00% 13.00% 17.00%

ntree 00B 1 2
300: 12.50% 13.00% 12.00%

ntree 00B 1 2
300: 11.50% 13.00% 10.00%

ntree 00B 1 2
300: 12.00% 12.00% 12.00%

ntree 00B 1 2

300: 12.50% 12.00% 13.00%

Vysledkem jsou hodnoty klasifika¢ni chyby 00ob vzorkl pro pét iteraci.
Podivame se, jak se zméni procento chyby klasifikace, po doplnéni 10% chybéjicich hodnot,
od klasifikace bez chybé¢jicich hodnot.

> set.seed(15)
> randomForest(sp ~ FL + RW + CL + CW + BD, data = krabi_dopln,
importance = TRUE, proximity = TRUE, ntree = 150, mtry =3)

Call:
randomForest(formula = sp ~ FL + RW + CL + CW + BD, data = krabi_dopln,
importance = TRUE, proximity = TRUE, ntree = 150, mtry = 3)
Type of random forest: classification
Number of trees: 150
No. of variables tried at each split: 3

OOB estimate of error rate: 13.5%
Confusion matrix:
B O class.error
B 88 12 0.12
0 15 85 0.15
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Celkova chyba vzrostla pouze o 3%. O néco hife dopadla kategorie O, jejiz chybovost
vzrostla 0 5%. V praxi v8ak toto srovnani nemame, a proto je dobré se vzdy rozhodnout, zda je
1épe chybéjici vzorky (a tim i celé fadky!) ozelet nebo se pokusit o doplnéni. Pokud je doplnime,
méli bychom mit na paméti, Ze celkovd chybovost mize byt ovlivnéna pravé doplnénymi
hodnotami. Nejlépe je provést klasifikaci na mensim souboru bez chybéjicich hodnot a nasledné
s doplnénim na celém souboru a porovnat vysledky obou klasifikaci.

Posledni velmi uzite¢na funkce, kterou si vyzkouSime, je pro predikci novych vzorka a
jmenuje se piithodné predict. Opét mizeme nastavit parametry pro zobrazeni vysledku. Parametr
type nabizi tfi moznosti: response — na vystupu budou uloZeny predikované hodnoty, prob —
vystupem bude matice pravdépodobnosti jednotlivych kategorii a vote — matici hlasovani
jednotlivych stromi. Dalsim parametrem je norm.votes, pokud je nastaven na TRUE, pocty hlast
budou vyjadieny jako podil kategorii (normované), jinak bude vystupem piimo pocet hlast.
Nastavenim parametru predict.all na TRUE bude uloZena predikce vSemi stromy, jinak pouze
vysledné hlasovani nebo pramérovani.

Nejdtive si soubor rozdélime na dva podsoubory, jeden pouZzijeme pro tvorbu lesa a druhy
soubor (s odstranénim zévisle proménné) pouZijeme pro predikci. Vytvofime proménnou
s hodnotami 1 a 2 pro rozd¢leni souboru, pomér rozdéleni udava parametr prob. V tomto piipadé
rozdélime soubor na 80% a 20% piivodniho souboru.

> set.seed(112)

> index <- sample(2, nrow(crabs), replace = TRUE, prob=c(0.8, 0.2))

> krabi_lesP<- randomForest(sp ~ FL + RW + CL + CW + BD, data=crabs[index
== 1,7, mtry=3, ntree = 150)

> krabi_pred <- predict(krabi_lesP, crabs[index == 2,], type="response",
norm.votes=TRUE, predict.all=FALSE, proximity=FALSE)

> krabi_pred

18 25 40 44 48 55 60 65 71 78 82 92 97 99 100 103 105 110 113 114
B B B B B B B B 0 B B B B 0 0 B 0 0 0 0
115 118 123 127 128 129 134 139 141 142 151 157 168 171 181 190 193 198 200
0 0 0 0 0 0 0 0 B 0 B 0 0 0 0 0 0 0 0
Levels: B O

Vysledek predikce miizeme zobrazit v tabulce:
> table(observed = crabs[index==2, "sp'™], predicted = krabi_pred)

predicted
observed B O
B 12 3
0O 321

Dale si mizeme zobrazit dal$i varianty vysledki, predikce jednotlivymi stromy a matici
tésnosti (proximity) nebo pravdépodobnost zafazeni vSech pozorovani do kategorie B a O:

> predict(krabi_lesP, crabs[index == 2,], predict.all=TRUE,
proximity=TRUE)

> krabi_pred <- predict(krabi_lesP, crabs[ind == 2,], norm.votes = FALSE)
> krabi_pred <- predict(krabi_lesP, crabs[ind == 2,], type="prob™)

B 0
18 0.993333333 0.006666667
25 0.980000000 0.020000000
40 0.813333333 0.186666667
44 0.573333333 0.426666667
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48 0.780000000 0.220000000
55 0.973333333 0.026666667
60 0.880000000 0.120000000
65 0.766666667 0.233333333
71 0.306666667 0.693333333
78 0.700000000 0.300000000
82 0.820000000 0.180000000

Z pravdépodobnosti jednotlivych vzorkli miizeme vybrat vzorky jednoznacné zatrazené
lesem (napft. 18, 25, 55) a vzorky, u kterych zafazeni do dané kategorie neni tak snadné (44).

Tento ptiklad mél slouzit k demonstraci moznosti ndhodného lesa. K podobnym zavéraim
bychom dosli i za pouZiti jinych metod, jako napiiklad ANOVA, diskrimina¢ni analyza ¢i
logisticka regrese. Piedstavime-li si vSak soubor se stovkami proménnych, riznych rozlozeni a
typi, jsou vyhody této metody ziejmé.

5.2 Dalsi typy lesi

Lest je opét cela fada, na zavér zminme jesté dva typy: Bagging a Boosting.

Bagging (bootsrap aggregating) [18] pouZiva k vytvoreni lesa, stejné jako Random Forests,
boostrapové vybéry [27]. Soubor se rozd€li na trénovaci a testovaci. Trénovaci se pouzije
K tvorb¢ stromu a testovaci ke zjisténi predikéni sily. Pocet ndhodnych vybéra udava pocet
stromut v lese. Vysledek je opét dan bud’ vétsinovym hlasovanim, nebo primérnou hodnotou ze
vSech stromi. Rozdil oproti ndhodnym lesim v tvorbé jednotlivych stromi je ten, ze nejsou
nahodné vybirdny prediktory, ale pouze pozorovani. Bagging se tak d& povazovat za
zjednoduSenou verzi Random Forests, u které neni oSetiena korelace mezi stromy.

Boosting (zesilovani) pracuje podobné jako bagging, les je tvofen vétSim mnozstvim stromu
a vysledek, zafazeni pozorovani do kategorie, je dan vétSinovym hlasovanim rozhodovacich
stromll. Kazdému pozorovani je vSak prifazena uritd vaha, podle toho jak dobfe jej lze
Klasifikovat. V prvnim kroku je vSem pozorovanim pfifazena stejna vaha, nasledné se datovy
soubor upravi podle vysledku klasifikace a vétsi vaha se piitadi pozorovanim, které dopadly
hure. Timto zplisobem se da vyrazné zvysit pfesnost a predikéni sila modelu. Nicméné je tieba
fici, ze lze takto ,,natrénovat lesy i na pozorovani, kterd mohou byt odlehla a stromy se pak
snazi vysvétlit i Sum v datech. Toto nebezpe€i nastava zejména u soubord s velmi velkou
variabilitou. Boosting byl vytvofen pro klasifika¢ni problém, ale lze jej rozsifit i na regresi.
Popularnim algoritmem pro boosting je AdaBoost.M1 [28], zndm také jako Discrete AdaBooost
[29].
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Ptiloha: Uvod do programu R
(prevzato a upraveno z vyukovych materialti E. Gelnarové - Analyza dat na PC III: Pokrocily
SW pro analyzu dat)

Charakteristika:

objektove orientovany jazyk

ovladani z ptikazové fadky, otevieny zdrojovy kod

moznost tvorby vlastnich procedur

pod Unix i Windows

ke stazeni na adrese: http://cran.at.r-project.org/ (zde zdrojovy i zkompilovany kod)
dodate¢né knihovny také na adrese: http://www.bioconductor.org/ [cit. 2012-1-31]

Instalace:

e Kklasicky (setup.exe)

e doinstalovani dalSich knihoven: zkompilovanou knihovnu nakopirovat do adresaie
.../library, nebo ptidat pies Packages -> Instal package(s) from CRAN (kurzivou je
oznacen vyber z menu na horni 1isté€ v prostédi Windows)

Vybrané knihovny:

e lattice - nastroje pro vizualizaci vicerozmérnych dat; obsahuje soubor environmental
(ptiklad III a VI)

e rpart - knihovna pro klasifika¢ni a regresni stromy

e MASS - knihovna obsahujici velké mnozstvi souboru véetné Titanic (piiklad V) a crabs
(ptiklad XI) a funkci jako cviceni ke knize: W. N. Venables, B. D. Ripley: Modern
Applied Statistics with S (4th edition, 2002)

e CHAID - knihovna pro vypocet stromu CHAID - neni ve standardni nabidce instalace

R, je vSak mozné ji nainstalovat pomoci ptikazu:
>install _packages("'CHAID", repos="http://R-Forge.R-project.org')

e datasets — knihovna obsahuje velké mnozstvi soubort pro testovani riznych metod
vcetné souboru trees (ptiklad VIII)

e prim — knihovna pro vypocet metod PRIM

e earth — knihovna pro vypocet metod MARS

e randomForest — knihovna pro vypocet metody Random Forest

Privolani knihovny:

e seznam knihoven: help -> Packages /knihovnu uz musime mit nainstalovanou

e > library (nazevknihovny) - napt. > library(MASS)
(Zobdlek > je na uvodu prikazové radky. Prikaz na prikazovou radku je
uvozen timto znakem. Tento znak neni soucddsti prikazu.)

e nebo volime: packages -> Load Package
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Napovéda:

e Help -> Html Help -> Packages + Search Engine & Keywords, Search Engine
vyZaduje Javu!

e Spusténi hypertextového helpu z piikazové fadky: > help.start() informace o
konkrétni proceduie - piikazovy fadek: napt: > help(median)

e vypsani zdrojového kodu procedury: pouze nazev procedury napi. > median

e kompletni manualy ke staZzeni na http://www.r-project.org/

Zaciname s praci:

e Nastaveni pracovniho adresare (zde se ukladaji a vyhledavaji soubory dat a vysledku):
File -> Change directory nebo z piikazového radku: > setwd(*. - .. .. )
e Zjisténi aktudlniho nastaveni pracovniho adresare: > getwd(*“...... )
e Nacteni vlastni procedury ve formatu procedura.r : File -> Source R code
nebo z prikazového radku: > source(File)

Nacteni dat:

e datovy format soubor.Rdata:
File -> Load WorkSpace

nebo z ptikazového radku:
> load(file, envir = parent.frame()),

> load("'C:/Rko/glass.Rdata')(piiklad IX)

e soubor z na¢tené knihovny:
> data(environmental)

e textovy soubor soubor.txt
data ve sloupcich, sloupce oddélené mezerou, sloupce nemaji jména:

> read.table(file, header = FALSE, sep = ', quote = "\""", dec = “.*,.)
data ve sloupcich, sloupce oddélené mezerou, sloupce maji jména:
> read.table("mammalsl.txt",header=TRUE,sep="" "",dec="."")
e textovy soubor, dalsi pieddefinované formaty:
> read.csv(file, header = TRUE, sep =",", quote="\""", dec=".", ...)
> read.csv2(file, header = TRUE, sep =";", quote="\"", dec=",", ...)

> read.delim(file, header = TRUE, sep ="\t", quote="\""", dec=".",...)
> read.delim2(Ffile, header = TRUE, sep ="\t", quote="\""", dec=",",...)

e data uloZena v Clipboardu:
> read.table('clipboard",header=TRUE) — naéte tabulku v¢etné hlavicek, kterou
jsme ulozZili do clipboardu (CTRL-C)

Nacteni skriptii:

e tvorba v externim textovem editoru (Notepad, WinEdit, Tinn-R,....), pfipona .r, nebo také
v ramci R.

e tvorba v ramci R: File -> New script (open script)

e samostatné procedury

e spousténi ¢asti kodu: pravé tlacitko mysi + Run line or selection (nebo Ctrl-R)
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Tvorba objekti + prace s objekty:

nazvy proménnych - rozliduji se velka a malé pismena (X, x - dva rizné objekty)
piifadime nazvu proménné hodnotu: > x<-4

ptifadime nazvu proménné hodnotu: >z<-x nebo také
> z<-x"2+abs(z)/cos(2)+pi-exp(1)*1og(8)+10gl0(8)/sqrt(10)

vytvoreni vektoru: > v<-c(1,2,3,5,6,9)

k-ty prvek vektoru: > v[k]

vytvofeni matice 3x4, kterd ma vSechny prvky nulové: > matice<-matrix(0,3,4)
prvek v prvnim fadku a druhém sloupci je prekvapivé nula: > m[1,2]

posloupnost od jedné do deseti, skok = 0,5: > posloupnost<-seq(1,10,by=0.5)
uchop objekt: > attach(objekt)

vymaz objekt: > rm(objekt)

Vypi$ seznam existujicich objektt : > 1sQ)

vypis$ seznam existujicich objekti + nékteré dalsi informace : > 1s.str()

Datové typy:

typ numericky (specialni numerické hodnoty: Inf, -Inf, NaN = Not A Number)
typ znakovy ("Toto je fetézec")

typ komplexni

typ logicky (TRUE, FALSE)

typ libovolného objektu (napf. Qo) zjistime pomoci funkce: >mode (00)
chybgjici hodnoty jsou reprezentovany kédem: NA = Not Available

Datové struktury:

vektor (vector), matice (matrix), pole (array), datova tabulka (data frame), seznam (list),
faktor (factor)

typ datové struktury libovolného objektu (napi. O0) zjistime pomoci funkce: >is(00)
Konkrétni dotaz: >is.numeric(00), podobné pro ostatni datové struktury

Pocitani s vektory:

s vektory lze pouzit stejné operace jako s ¢isly (maji-li vektory stejnou delku!)

ptiklad BMI:

> weight<-c(60,72,57,90,95,72)

> height<-c(1.75,1.8,1.65,1.9,1.74,1.91)
> bmi<-weight/height”2

> bmi

zjisténi délky vektoru: >length(weight)

Elementarni vektorové funkce:

soucet: > sum(weight)

minimum a maximum: > min(weight), max(weight)
primér a median: > mean(weight), median(weight)
rozptyl a kvantily: > var(weight), quantile(weight,c(0.3,0.5))
kumulativni soucet: > cumsum(weight)
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Prace s maticemi:

tvorba matice z vektoru: napi. > matice<-matrix(c(1,2,3,4,5,6),2,3)
matice Ize transponovat: > maticetr<-t(matice)

matice lze nasobit (pozor na rozméry!): > matice%*%maticetr, scitat a nasobit
skalarem...atd.

submatice 2x2: > sub<-matice[1:2,1:2]

spojovani matic - "slepujeme sloupce™: > cbind(maticeA,maticeB)
spojovani matic - "slepujeme fadky": > rbind(maticeA,maticeB)

Pole:

tfirozmérné pole: > pole<-array(1:24,c(3,2,4))

zjisténi dimenze pole: > dim(pole)

prvek pole (analogicky jako v pfipadé vektoru a matice): > pole[1,2,3]
vrstva pole (analogicky jako v pfipad¢ matice): > pole[1,,]

Obrazky a grafy:

kreslime graf: piikaz plot ma velké mnozstvi parametrui pro nastaveni: barvy, bodu,
popisu 0s... etc.

priklad:

> s<-seq(-3,3,by=0.1)

> d<-dnorm(s)

> plot(s,d, main="Hustota N(0,1) a T(6)",col="red", type="p",
xlab="kvantily"')

do stavajiciho grafu dokreslujeme dalsi funkce:

> t<-dt(s,b5)

> lines(s,t,type="1",col="blue™)

uloZeni obrazku: file -> save as...

pro listovani mezi obrazky je nutné pribézné ukladani:
> history -> recording

histogram

> x<-rnorm(1000,0,1)

> hist(x)

box-plot

boxplot(x, notch=TRUE)

y<-rnorm(1000,1,1)

r<-c(x,y)

nula<- matrix(0,1,1000)
Jedna<-matrix(1,1,1000)

group<-c(nula, jedna)
group<-c(rep(0,1000),rep(1,1000))
boxplot(r~group, col="yellow™)

\%

VVVYVYVVYV

Chybéjici pozorovani:

Chybéjici pozorovani jsou reprezentovana kddem NA.
> tNA<- krabi_chybi (ptiklad XI)

attach(tNA)

is.na(RW)

sum(RW)

sum(RW,na.rm=TRUE)

VVVYV
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Konec prace a uloZeni obrazkii:

vypis objektl, které mame momentalné v pracovnim prostoru: > 1sQ)
ukonceni prace s programem: > q()

Ulozeni obrazki:

> savePlot(filename = "Rplot", type = c('wmf", "emf", "png", "jpeqg",
“jpg', "bmp'", "ps', "eps', "pdF'"), device = dev.cur(), restoreConsole =
TRUE)

UlozZeni dat:

ve forméatu .Rdata:
> save(data, file="data.Rdata')

jako textovy soubor (mnozstvi parametrii stejné jako pii nacitani dat):
> write.table(data, file="'data.txt",append=FALSE)

> write.table(data, file="'data.txt",append=TRUE)

> write.csv2(data, file= ="data.csv”)

Dalsi literatura a ucebni texty:

Michal Kulich: R pro samouky (&esky)
http://www.karlin.mff.cuni.cz/~kulich/vyuka/Rdoc/uvodrfpm.pdf [cit. 2012-1-31]

+ odkazy na dalSi anglicky psané texty
http://www.karlin.mff.cuni.cz/~kulich/vyuka/Rdoc/index.html [cit. 2012-1-31]
R publikace

http://www.r-project.org/doc/bib/R-publications.html [cit. 2012-1-31]

A mnoho dalSich... (Springer: edice use R!)
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Summary

The text was created as a study material for the Advanced Non-parametric Methods lectures
under the EFS project No. CZ.1.07/2.2.00/07.0318 Multidisciplinary Innovation Of Study In
Mathematical Biology. The publication is intended primarily for students of Mathematical
Biology and further to other interested persons from various natural science fields.

The focus of the study material is on tree based methods (TBM). TBM are multi-
dimensional techniques used for regression analysis and classification. These techniques are very
useful in various disciplines for solving real problems.

The first chapter covers basic concepts such as individual steps of the modeling process,
types of variables and the difference between classification and regression analyses. Subsequent
chapters explain TBM algorithms such as the Classification and Regression Trees (CART), Chi-
squared Automatic Interaction Detector (CHAID), Patient Rule Induction Method (PRIM) and
Multivariate Adaptive Regression Splines (MARS). Tree topology, criterial statistics, stability
of the trees and validation mechanisms are described, too. Chapter ends are dedicated to the
advantages and disadvantages of individual tree types. The last chapter is focused on the
Random Forest method which is an extension of the CART decision trees.

The theory is extended by practical examples in the R program. By practicing these
examples, students gain experience with learning and validating the individual methods.

The emphasis is put primarily on understanding the methods principles, their interpretation
and correct application.
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